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บทสรุปผู้บริหาร 
 
1. รายละเอียดเกี่ยวกับโครงการวิจัย ปีงบประมาณ 2563 

1.1. ชื่อเรื่อง: การวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะที่ 2)  
            Artificial Intelligence Approach to Analysis of Tort Cases (Phase 2) 

1.2. ชื่อคณะผู้รับผิดชอบการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย:  
ผศ.ดร. อรรถพล ธำรงรัตนฤทธิ์ ดร. พีรพัฒ โชคสุวัฒนสกุล และคณะ 

▪ หน่วยงานที่สังกัด : จุฬาลงกรณ์มหาวิทยาลัย 
หมายเลขโทรศัพท์ 02-218-1873 

1.3. งบประมาณและระยะเวลาการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย: ได้รับงบประมาณ 
ประจำปีงบประมาณ พ.ศ. 2563 งบประมาณท่ีได้รับ 1,690,889 บาท ระยะเวลา ตั้งแต่ 1 มิถุนายน 
พ.ศ. 2564 ถึง 31 พฤษภาคม พ.ศ. 2565 

2. สรุปแผนกิจกรรม 
2.1. ความสำคัญและที่มาของปัญหาในการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย 

ในปัจจุบันความสามารถของประชาชนทั่วไปในการเข้าถึงการให้คำปรึกษาของทนายความที่มีคุณภาพ
นั้นเป็นไปอย่างจำกัดเนื่องด้วยจำนวนของทนายความที่มีอยู่อย่างจำกัด อีกทั้งยังมีค่าบริการให้คำปรึกษาใน
อัตราที่สูง จนมีผลให้คนจำนวนมากนั้นไม่สามารถเข้าถึงข้อมูลที่จำเป็นในการทราบถึงสิทธิ หน้าที่ และความ
รับผิดที่ตนพึงมีในทางกฎหมาย อันเกี่ยวข้องกับข้อพิพาทที่อาจเกิดขึ้น หรือที่เกิดขึ้นแล้ว ซึ่งนอกเหนือจาก
ค่าใช้จ่ายในการได้รับคำปรึกษาจากทนายความแล้ว กระบวนพิจารณาความโดยทั่วไปก็ใช้เวลานาน อีกทั้ง
จำนวนข้อเท็จจริงของคดีความที่ศาลจะต้องพิจารณานั้นมีเกินกว่าอัตราที่ศาลจะสามารถพิจารณาตัดสินได้
ภายในกรอบเวลา สาเหตุเหล่านี้ทำให้เกิดคดีตกค้างในศาลเป็นจำนวนมาก  

ในทางทฤษฎีแล้ว มีข้อพิพาทเพียงส่วนหนึ่งเท่านั้นที่จำเป็นต้องไปถึงชั้นศาล ซึ่งปัจจัยสำคัญที่จะชี้วัด
ว่าข้อพิพาทหนึ่ง ๆ จะยุติโดยชั้นศาล  หรือสามารถถูกแก้ไขได้ระหว่างคู่ความเองนั้นคือ ความคาดหมายถึง
ผลลัพธ์ของคำตัดสินของศาลในข้อพิพาทดังกล่าว กล่าวคือ หากคู่ความมีความเห็นที่ตรงกันถึงผลคำพิพากษา
ที่น่าจะเป็นหากข้อพิพาทนั้นถูกนำไปยังศาล ก็จะสามารถตกลงไกล่เกลี่ยกันเพื่อประหยัดค่าใช้จ่าย รวมถึง
ต้นทุนค่าเสียโอกาสอื่นๆจากการนำคดีไปสู่ชั้นศาลได้ เมื่อเป็นเช่นนี้ ข้อพิพาทที่มีลักษณะคล้ายคลึงกับคดีที่
ศาลมีคำพิพากษาอันเป็นแนวทางในการปรับข้อกฎหมายเข้าแก่ข้อเท็จจริงของคดีอยู่แล้วนั้น จึงไม่จำเป็นต้อง
ถูกนำขึ้นสู่กระบวนพิจารณาคดีอีก ทำให้ศาลสามารถใช้เวลาและทรัพยากรที่เหลือในการพิจารณาคดีที่มีความ
ซับซ้อน และจำเป็นต้องใช้ความรู้ความสามารถ ความเชี่ยวชาญ ตลอดจนดุลพินิจของศาลจริง   

เมื่อพิจารณาจากสถิติของคดีที่ขึ้นสู่ศาลฎีกาในหลายปีที่ผ่านมา จะพบว่าคดีละเมิด (Tort) นั้นเป็น
หนึ่งในคดีที ่มีจำนวนคดีขึ ้นสู ่ชั ้นศาลมากที่สุด จึงเป็นจุดเริ ่มต้นที ่ดีที ่จะนำคดีเหล่านี ้มาวิเคราะห์ด้วย
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ปัญญาประดิษฐ์เพื่อสร้างโมเดล (Model) ที่สามารถทำนายผลของคำพิพากษาของศาลในคดีละเมิดได้จาก
รายละเอียดเอกสารที่เกี่ยวข้องกับข้อพิพาทนั้น ๆ โดยในขั้นต้น คณะวิจัยมีเป้าหมายที่จะพัฒนาโมเดลทำนาย
ข้อกฎหมายที่เกี่ยวข้องกับคำพิพากษา เพื่อเป็นพื้นฐานในการต่อยอดสู่การพัฒนาโมเดลทำนายผลของคำ
พิพากษาต่อไป 

2.2. วัตถุประสงค์ของการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย 
โครงการนี้เป็นโครงการต่อเนื่องจากปีที่ 1 โดยมีกรอบระยะเวลาของแผนการวิจัยเพ่ิมเติมอีกเป็นเวลา 

2 ปี เพื ่อพัฒนากระบวนการสกัดเอาข้อมูลจากคำพิพากษาให้สมบูรณ์สำหรับเป็นพื ้นฐานในการพัฒนา
อัลกอริทึมปัญญาประดิษฐ์ที่สามารถทำนายผลคำพิพากษาในคดีละเมิด สำหรับให้บุคคลทั่วไปมีเครื่องมือใน
การทำนายคำพิพากษาของข้อพิพาทที่กำลังเผชิญ เพ่ือเป็นข้อมูลในการตัดสินใจไกล่เกลี่ยแทนการเข้าสู่ชั้นศาล 
อีกทั้งเพื่อปูรากฐานทางด้านข้อมูลและอัลกอริทึมสำหรับการทำนายคำพิพากษาจากข้อมูลที่เป็นภาษาไทย 
ทั้งนี้ การดำเนินการวิจัยในปีที่ 2 และปีที่ 3 มีวัตถุประสงค์ดังต่อไปนี้ 

ปีที ่2 
1. เพื่อพัฒนาและทดสอบระบบการประมวลผลภาษาไทยที่ใช้ในบันทึกคำพิพากษา ด้วยโมเดล

แบบ 1) เอนโทรปีสูงสุด (Maximum Entropy: MaxEnt) 2) หน่วยความจำระยะสั้นแบบ
ยา วชน ิ ดสอ งท ิ ศท า ง  ( Bi-directional Long Short-Term Memory: Bi-LSTM) และ  
3) โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Network: CNN) ใน
การทำความเข้าใจภาษากฎหมายเพื่อหาบทกฎหมายที่เกี่ยวข้องในการตัดสินคดีละเมิดใน
ระดับศาลฎีกา   

2. เพื่อพัฒนาและทดสอบอัลกอริทึมที่ใช้กระบวนวิธีถ่ายทอดการเรียนรู้ (Transfer Learning) 
ซึ ่งมีฐานการสร้างโมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (Bidirectional 
Encoder Representations from Transformers: BERT) ที่สามารถทำความเข้าใจบันทึก
คำพิพากษาที่มีการปฏิสัมพันธ์ระหว่างคำฟ้องและคำให้การ โดยเน้นให้โมเดลสามารถ
แยกแยะได้ว่าข้อกฎหมายใดเกี่ยวข้องกับคดีที่พิจารณา 

ปีที่ 3 
1. เพ่ือพัฒนาระบบพยากรณ์การตัดสินของศาล โดยบูรณาการคลังข้อมูลที่เก็บรวบรวมจากการ

วิจัยปีที่ 1 และอัลกอริทึมต่าง ๆ ที่ได้ทดสอบมาจากการทำนายข้อกฎหมายที่เกี่ยวข้องจาก
การวิจัยปีที่ 2 

2.3. วิธีการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย 
สืบเนื่องจากผลผลิตในการวิจัยปีที่ 1 คณะผู้วิจัยรวบรวมคำพิพากษาในคดีละเมิดของศาลให้อยู่ในรูป

ดิจ ิท ัล และแปลงข้อมูลให้อยู ่ในรูปแบบโครงสร้างที ่ เป ็นมาตรฐาน ซึ ่งพร้อมสำหร ับการฝึกโมเดล
ปัญญาประดิษฐ์บนฐานสถาปัตยกรรมการจำแนกข้อมูลสองประเภท (Binary Classification) โดยใช้คำฟ้อง
อย่างเดียว และการใช้คำให้การพิจารณาร่วมกับคำฟ้องเป็นข้อมูลชุดฝึก ทั้งนี้ ในการวิจัยปีที่ 2 คณะผู้วิจัยได้
วิเคราะห์โครงสร้างของคำฟ้อง และคำให้การ เพื่อออกแบบและปรับปรุงโมเดลที่สืบเนื่องจากการวิจัยปีที่ 1 
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ด้วยโมเดลโครงข่ายประสาทเทียมรูปแบบอื่น ๆ เพิ่มเติม รวมทั้งทดสอบอัลกอริทึมที่ใช้กระบวนวิธีถ่ายทอด
การเรียนรู้ (Transfer Learning) กับโมเดลการทำนายมาตราที่เก่ียวข้อง  

นอกจากนี้ ด้วยลักษณะการกระจายตัวแบบเบ้ขวาของข้อกฎหมายที่เกี่ยวข้อง รูปแบบสถาปัตยกรรม
ข้างต้นจึงจำเพาะต่อมาตราที่ปรากฏในข้อมูลชุดฝึกจำนวนหนึ่งของโมเดลเท่านั้น ด้วยเหตุนี้ คณะผู้วิจัยจึง
รวบรวมคำอธิบายมาตราที่เกี ่ยวข้องกับคำพิพากษาเพิ่มเติม สำหรับสร้างฐานข้อมูลสำหรับการฝึกโมเดล
ปัญญาประดิษฐ์บนฐานสถาปัตยกรรมโครงข่ายประสาทเทียมสยามแบบการเรียนรู้ด้วยข้อมูลจำนวนน้อย 
(Few-shot Learning) และแบบการเรียนรู้โดยปราศจากข้อมูลปฐมภูมิ (Zero-shot learning) เพื่อสร้าง
ระบบค้นคืน (Retrieval system) มาตราที่เก่ียวข้องกับข้อเท็จจริงทางกฎหมายให้ครอบคลุมการสืบค้นมาตรา
ที่ปรากฏเป็นจำนวนที่จำกัดในข้อมูลชุดฝึก โดยทดสอบกับโมเดลรูปแบบต่าง ๆ แล้วปรับปรุงโมเดลให้ มี
ความสามารถในการทำนายที่แม่นยำมากขึ้นตามลำดับ 

2.4. ผลการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย 
1) คลังข้อมูลคำพิพากษาศาลฎีกา ซึ่งแต่ละคำพิพากษาประกอบด้วยคำฟ้อง คำให้การ มาตราที่เก่ียวข้อง 

และคำอธิบายมาตรานั ้น ๆ และเปิดเผยให้นักวิจัยทั ่วไปสามารถเข้าถึงได้ เพื ่อใช้ป ระโยชน์ใน
การศึกษาต่อไป 

2) ปัญญาประดิษฐ์ในการหาข้อกฎหมายที่เกี ่ยวข้องกับคดี หรือระบบค้นคืนมาตราที ่เกี ่ยวข้องกับ
ข้อเท็จจริงทางกฎหมาย 

2.5. ผลสำเร็จและความคุ้มค่า 
คณะผู้วิจัยได้พัฒนาคลังข้อมูลคำพิพากษาของศาลฎีกา ซึ่งแต่ละคำพิพากษาประกอบด้วยคำฟ้อง 

คำให้การ มาตราที่เกี่ยวข้อง และคำอธิบายมาตรานั้น ๆ คลังข้อมูลนี้สามารถนำไปศึกษาวิเคราะห์ต่อยอด
เพิ่มเติมในการวิจัยอื่น ๆ ต่อไป อีกทั้ง คณะผู้วิจัยได้พัฒนาระบบค้นคืนข้อกฎหมายที่เกี่ยวข้องกับข้อเท็จจริง
ทางกฎหมายด้วยปัญญาประดิษฐ์ เพื่อเป็นเครื่องมือสำหรับประชาชนทั่วไป นักกฎหมาย และบุคคลากรที่
เกี่ยวข้องกับกระบวนยุติธรรม 

2.6. กลุ่มเป้าหมายและประโยชน์ที่ได้รับจากโครงการ 
กลุ่มเป้าหมายและผลประโยชน์ที่คาดว่าจะได้รับจากคลังข้อมูลและระบบค้นคืนข้อมูลที่คณะผู้วิจัยได้

พัฒนาขึ้นในโครงการวิจัย “การวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะที่ 2)” ประกอบด้วย 3 กลุ่ม 
ได้แก่  

1) ประชาชน จะสามารถรู้ถึงสิทธิ และสถานะทางกฎหมายของตนได้สะดวกและทั่วถึงมากยิ่งข้ึน 
2) นักกฎหมาย จะสามารถใช้ระบบค้นคืนข้อกฎหมาย เพื่อทราบถึงข้อกฎหมายที่จำเป็นที่ต่อการนำมา

ปรับใช้กับข้อเท็จจริง 
3) ผู้พิพากษาและบุคคลากรที่เกี่ยวข้องกับกระบวนการยุติธรรม จะสามารถใช้ระบบค้นคืนข้อกฎหมาย 

เพื่อทราบถึงบรรทัดฐานลักษณะการนำข้อกฎหมายไปใช้ในอดีต เพื่อเป็นแนวทางในการปรับใช้ข้อ
กฎหมายต่อข้อเท็จจริงที่มีลักษณะคล้ายกันในปัจจุบัน 
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2.7. การนำไปใช้ประโยชน์  
คณะผู้วิจัยได้เปิดเผยคลังข้อมูลคำพิพากษาศาลฎีกาที่ทำการรวบรวมให้อยู่ในรูปแบบที่สะดวกสำหรับ

นักวิจัยทั่วไปให้สามารถนำไปใช้ประโยชน์ในการศึกษาและพัฒนาโมเดล นอกจากนี้ คณะผู้วิจัยคาดหวังว่า
ผลผลิตและกระบวนการที่ใช้ในงานวิจัยฉบับนี้จะสามารถนำไปต่อยอดกับข้อกฎหมายอื่น ๆ ต่อไป นอกจากนี้ 
ระบบค้นคืนข้อกฎหมายด้วยปัญญาประดิษฐ์จะเป็นเครื่องมือที่เป็นประโยชน์ในการพัฒนาประสิทธิภาพ ความ
รวดเร็ว และการเข้าถึงคำแนะนำทางกฎหมายของประชาชนอย่างทั่วถึง อีกทั้ง นักกฎหมายหรือบุคคลากรที่
เกี่ยวข้องกับกระบวนการยุติธรรมก็สามารถใช้ระบบค้นคืนข้อมูลดังกล่าวมาช่วยค้นคว้าข้อกฎหมายที่เกี่ยวข้อง
กับข้อเท็จจริงได้ ซึ่งส่งผลให้การทำงานด้านกฎหมายมีความสะดวกและแม่นยำมากข้ึน 

2.8. ข้อเสนอแนะท่ีได้จากการทำกิจกรรมส่งเสริมและสนับสนุนการวิจัย 
ในกรณีที่งานวิจัยนี้สามารถนำไปประยุกต์ใช้ในทางปฏิบัติจริง อันจะก่อให้เกิดคุณูปการอย่างยิ่งต่อ

การเข้าถึงคำแนะนำทางกฎหมาย ทั้งในด้านประสิทธิภาพ ความเร็ว และความครอบคลุม พร้อมทั้งยังอาจเป็น
องค์ความรู้ตั้งต้นให้แก่การพัฒนาการวิจัยในสาขาที่ใกล้เคียง คณะผู้วิจัยขอเสนอแนะแนวทางพัฒนาการวิจัย
เพ่ิมเติม ดังนี้ 

1) ควรใช้คำพิพากษาฉบับเต็ม เนื่องจากข้อจำกัดของผู้วิจัยที่สามารถเข้าถึงคำพิพากษาได้แค่ฉบับย่อ
ในเว็บไซต์ของประชาชนทั่วไป ข้อมูลคำพิพากษาที่ได้มาจึงไม่ครบถ้วนสมบูรณ์นัก หากสามารถนำคำพิพากษา
ฉบับเต็มมาพัฒนางานวิจัยต่อไปได้ ก็จะเป็นประโยชน์อย่างมาก ในแง่ท่ีทั้งสามารถเพ่ิมประสิทธิภาพของโมเดล
ในการทำนายมาตราที่เกี่ยวข้องได้แม่นยำมากขึ้นจากข้อมูลฉบับเต็ม และยังรวมไปถึงคำพิพากษาฉบับเต็มนั้น
อาจมีข้อมูลที่สามารถนำไปสร้างเสริมในส่วนอื่น ๆ ของโมเดลได้อีก เช่น การทำนายผลคำพิพากษา เป็นต้น 

2) โมเดลที่ใช้ควรมีความซับซ้อนขึ้น ซึ่งรวมไปถึงการขยายฐานข้อมูลในปัจจุบันให้มีข้อมูลที่ครบถ้วน
สมบูรณ์ เพียงพอให้โมเดลเรียนรู้ได้ดียิ่งขึ้นในทุกมาตรา 

3) ควรนำข้อเท็จจริงไปเปรียบเทียบข้อเท็จจริงในคำพิพากษาอื ่นเพิ่มเติม เพื ่อตรวจสอบความ
ใกล้เคียงของคำพิพากษาแต่ละคดี ปัจจุบันระบบค้นคืนข้อกฎหมายที่ใกล้เคียงกันในคดีต่าง ๆ ยังดำเนินการ
โดยมนุษย์ จึงจะเป็นประโยชน์มากหากพิจารณารวบรวมข้อกฎหมายที่ใกล้เคียงกันในคดีต่าง ๆ ไว้โดยให้
เทคโนโลยีเข้ามามีส่วนช่วย 
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บทคัดย่อ 
ปัญหาของการเข้าถึงการให้คำปรึกษาทางกฎหมายในปัจจุบันของประเทศไทยส่วนหนึ่งเกิดจาก

จำนวนของบุคลากรทางด้านกฎหมายที่ไม่สอดคล้องกับปริมาณคดีความที่เกิดขึ้นจริง ทำให้ กระบวนการ
พิจารณาคดีใช้เวลานาน รวมทั้งค่าใช้จ่ายทั้งทางตรงและทางอ้อมที่สูงในระหว่างการเข้าสู่กระบวนการยุติธรรม 
เพื่อแก้ปัญหาดังกล่าว งานวิจัยฉบับนี้จึงมีจุดมุ่งหมายที่จะพัฒนาอัลกอริทึมปัญญาประดิษฐ์ที่สามารถทำนาย
บทบัญญัติของกฎหมายที่เกี่ยวข้องกับคำพิพากษาในคดีละเมิดจากฐานข้อมูลคำตัดสินของศาลฎีกาไทยในอดีต 
เพื่อเป็นเครื่องมือช่วยประชาชนทั่วไป และบุคลากรทางด้านกฎหมายในกระบวนการ นอกจากนี้ อัลกอริทึมนี้
ยังมีเป้าหมายเพื่อเป็นพ้ืนฐานสำหรับการพัฒนาอัลกอรึทึมปัญญาประดิษฐ์ในการทำนายผลคำพิพากษา และ
เป็นการปูรากฐานการพัฒนาอัลกอริทึมสำหรับทำนายคำพิพากษาจากข้อมูลที่เป็นภาษาไทยในคดีต่าง ๆ ต่อไป
ในอนาคต  

คณะผู้วิจัยได้ศึกษาโดยใช้คดีละเมิด ซึ่งเป็นลักษณะคดีหนึ่งที่มีจำนวนคดีเข้าสู่ชั้นศาลมากที่สุดในการ
วิจัย เพ่ือทดลองและหาวิธีที่ดีที่สุดในการนำปัญญาประดิษฐ์มาใช้ในการวิเคราะห์และทำนายข้อกฎหมายที่ถูก
ปรับใช้ในคำพิพากษาของศาลในคดีละเมิด โดยวิธีดำเนินการวิจัยแรกคือการดึงข้อมูลคำอธิบายข้อกฎหมาย
เพ่ิมเติมจากฐานข้อมูลคำพิพากษาเดิมที่เป็นผลผลิตในโครงการวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะ
ที่ 1) แล้วนำข้อเท็จจริงซึ่งประกอบด้วยคำฟ้อง และคำให้การมาพัฒนาหาอัลกอริทึมที่เหมาะสมกับลักษณะ
ข้อเท็จจริงทางกฎหมายที่สุด โดยคณะผู้วิจัยฝึกโมเดลปัญญาประดิษฐ์ด้วยโมเดลโครงข่ายประสาทเทียม
รูปแบบต่าง ๆ บนฐานสถาปัตยกรรม 2 ประเภท ได้แก่ การจำแนกข้อมูลสองประเภท (Binary Classification) 
โดยใช้คำฟ้องซึ่งเป็นข้อเท็จจริงจากฝั่งโจทก์อย่างเดียว และการใช้คำให้การซึ่งเป็นมุมมองของฝั่งจำเลย
พิจารณาร่วมเป็นข้อมูลชุดฝึก และประเภทที่สองคือสถาปัตยกรรมโครงข่ายประสาทเทียมแบบสยาม 
(Siamese Neural Network) ทั้งโครงข่ายย่อยแบบการเรียนรู ้ข้อมูลด้วยข้อมูลจำนวนน้อย (Few-shot 
Learning) และแบบการเรียนรู ้โดยปราศจากข้อมูลปฐมภูมิ (Zero-shot Learning) เพื ่อทดสอบวิธีแก้ไข
ข้อจำกัดด้านความไม่สมบูรณ์ของข้อมูล ด้วยการใช้ค่าความต่างระหว่างคำอธิบายมาตรากับข้อเท็จจริงในการ
ทำนายมาตราที่เก่ียวข้อง  

ผลการวิจัยพบว่า การใช้คำให้การประกอบคำฟ้องไม่ได้ส่งผลต่อการทำนายของโมเดลอย่างมีนัยยะ
สำคัญ และในส่วนสถาปัตยกรรมโครงข่ายประสาทเทียมแบบสยามปรากฏว่าโมเดล Bi-LSTM มีประสิทธิภาพ
ในการทำนายได้ดีที่สุดในมาตราส่วนใหญ่ และมีความสามารถในการทำนายใกล้เคียงกับโมเดลแบบจำแนก
ข้อมูลสองประเภทในบางมาตราแม้จะไม่ได้ถูกฝึกด้วยข้อมูลของแต่ละมาตราโดยเฉพาะ อีกทั ้ง ยังมี
ประสิทธิภาพที่ดีกว่าเครื่องมือค้นหาและสืบค้นข้อมูล (Elasticsearch) ซึ่งเป็นตัวชี้วัดมูลฐานในการสร้างระบบ
ค้นคืน ด้วยคะแนน f1-score@3 มากกว่าร้อยละ 50 ในมาตรา 55 อันแสดงให้เห็นถึงศักยภาพทีจ่ะพัฒนาเป็น
ระบบค้นคืนมาตราที่เป็นประโยชน์ต่อการนำไปประยุกต์ใช้กับคำพิพากษาในบริบทอื่น และการวิจัยด้าน
ปัญญาประดิษฐ์เชิงนิติศาสตร์ด้านอื่น ๆ ต่อไป  
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บทคัดย่อภาษาอังกฤษ (Abstract) 
One of the issues on access to legal advice in Thailand is the imbalance between the 

scarcity of legal experts and the excessive number of court cases. This results in excessive 
time and cost while undergoing the legal process. To address this, we aim to develop a 
predictive model on the relevant legal provisions of legal facts in past tort cases from Thailand 
Supreme Court. The model could become a tool that can assist people who are in need of 
legal aid and even a tool for legal experts to facilitate their day-to-day tasks. Moreover, the 
algorithm could be an asset for building a predictive model on court judgement and become 
a baseline for developing predictive models of other court cases in Thailand in the future. 

This research chose tort cases, which is one of the most common types of cases in 
Thailand's court, as the data for our experimental research to find the optimal approach to 
use an algorithm to analyze and predict relevant law provisions in tort cases. We collected 
law content, additional to our legal dataset that was built in Phase One of the project, called 
“Artificial Intelligence approach to Analysis of Tort Cases”. Then, we used legal facts, including 
plaintiff’s facts and defendant’s facts, for establishing predictive models in order to find the 
optimal algorithm for legal facts. Our models are based on two different architectures. First is 
a binary classification with a plaint as a single input and a plaint concatenated with a defense 
as a counterpart. Second is a Siamese neural network, including few-shot sub-network and 
zero-shot sub-network, to seek the suitable solution to tackle the incomplete dataset by 
calculating distance score between law contents and legal facts in order to predict a relevant 
law provision. 

The results demonstrate that training models with defenses in addition to plaints, do 
not yield better predicting performances of models significantly. In the few-shot classification 
on Siamese neural network, Bi-LSTM can predict relevant law provisions with the best 
performance in most of the law sections. Although it is not trained to predict those law 
sections specifically, our few-shot models outperform the law-specific binary models in some 
law sections. Furthermore, it demonstrates a better performance than Elasticsearch, which is 
a baselined information retrieval system, with more than 50 percentages of f1-score@3. These 
results suggest that our models have a potential to develop to a practical law retrieval system 
which would benefit future research related to law and artificial intelligence in other contexts. 
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  บทนำ  

1.1. ความสำคัญและที่มาของปัญหา 

ในปัจจุบันความสามารถของประชาชนทั่วไปในการเข้าถึงการให้คำปรึกษาของทนายความที่มีคุณภาพ
นั้นเป็นไปอย่างจำกัดเนื่องด้วยจำนวนของทนายความที่มีอยู่อย่างจำกัด อีกทั้งยังมีค่าบริการให้คำปรึกษาใน
อัตราที่สูง จนมีผลให้คนจำนวนมากนั้นไม่สามารถเข้าถึงข้อมูลที่จำเป็นในการทราบถึงสิทธิ หน้าที่ และความ
รับผิดที่ตนพึงมีในทางกฎหมาย อันเกี่ยวข้องกับข้อพิพาทที่อาจเกิดขึ้น หรือที่เกิดขึ้นแล้ว ซึ่งนอกเหนือจาก
ค่าใช้จ่ายในการได้รับคำปรึกษาจากทนายความแล้ว กระบวนพิจารณาความโดยทั่วไปก็ใช้เวลานาน อีกทั้ง
จำนวนข้อเท็จจริงของคดีความที่ศาลจะต้องพิจารณานั้นมีเกินกว่าอัตราที่ศาลจะสามารถพิจารณาตัดสินได้
ภายในกรอบเวลา สาเหตุเหล่านี้ทำให้เกิดคดีตกค้างในศาลเป็นจำนวนมาก  

ในทางทฤษฎีแล้ว มีข้อพิพาทเพียงส่วนหนึ่งเท่านั้นที่จำเป็นต้องไปถึงชั้นศาล ซึ่งปัจจัยสำคัญที่จะชี้วัด
ว่าข้อพิพาทหนึ่ง ๆ จะยุติโดยชั้นศาล  หรือสามารถถูกแก้ไขได้ระหว่างคู่ความเองนั้นคือ ความคาดหมายถึง
ผลลัพธ์ของคำตัดสินของศาลในข้อพิพาทดังกล่าว กล่าวคือ หากคู่ความมีความเห็นที่ตรงกันถึงผลคำพิพากษา
ที่น่าจะเป็นหากข้อพิพาทนั้นถูกนำไปยังศาล ก็จะสามารถตกลงไกล่เกลี่ยกันเพื่อประหยัดค่าใช้จ่าย รวมถึง
ต้นทุนค่าเสียโอกาสอื่นๆจากการนำคดีไปสู่ชั้นศาลได้ เมื่อเป็นเช่นนี้ ข้อพิพาทที่มีลักษณะคล้ายคลึงกับคดีที่
ศาลมีคำพิพากษาอันเป็นแนวทางในการปรับข้อกฎหมายเข้าแก่ข้อเท็จจริงของคดีอยู่แล้วนั้น จึงไม่จำเป็นต้อง
ถูกนำขึ้นสู่กระบวนพิจารณาคดีอีก ทำให้ศาลสามารถใช้เวลาและทรัพยากรที่เหลือในการพิจารณาคดีที่มีความ
ซับซ้อน และจำเป็นต้องใช้ความรู้ความสามารถ ความเชี่ยวชาญ ตลอดจนดุลพินิจของศาลจริง   

เมื่อพิจารณาจากสถิติของคดีที่ขึ้นสู่ศาลฎีกาในหลายปีที่ผ่านมา จะพบว่าคดีละเมิด (Tort) นั้นเป็น
หนึ่งในคดีที ่มีจำนวนคดีขึ ้นสู ่ชั ้นศาลมากที่สุด จึงเป็นจุดเริ ่มต้นที ่ดีที ่จะนำคดีเหล่านี ้มาวิเคราะห์ด้วย
ปัญญาประดิษฐ์เพื่อสร้างโมเดล (Model) ที่สามารถทำนายผลของคำพิพากษาของศาลในคดีละเมิดได้จาก
รายละเอียดเอกสารที่เกี่ยวข้องกับข้อพิพาทนั้น ๆ โดยในขั้นต้น คณะวิจัยมีเป้าหมายที่จะพัฒนาโมเดลทำนาย
ข้อกฎหมายที่เกี ่ยวข้องกับคำพิพากษา เพื่อเป็นพื้นฐานในการต่อยอดสู่การพัฒนาโมเดลทำนายผลของคำ
พิพากษาต่อไป 

1.2. วัตถุประสงค์ของการวิจัย 

โครงการนี้เป็นโครงการต่อเนื่องจากปีท่ี 1 โดยมีกรอบระยะเวลาของแผนการวิจัยเพ่ิมเติมอีกเป็นเวลา 
2 ปี เพื ่อพัฒนากระบวนการสกัดเอาข้อมูลจากคำพิพากษาให้สมบูรณ์สำหรับเป็นพื ้นฐานในการพัฒนา



 
 
 

2 

 

อัลกอริทึมปัญญาประดิษฐ์ที่สามารถทำนายผลคำพิพากษาในคดีละเมิด สำหรับให้บุคคลทั่วไปมีเครื่องมือใน
การทำนายคำพิพากษาของข้อพิพาทที่กำลังเผชิญ เพ่ือเป็นข้อมูลในการตัดสินใจไกล่เกลี่ยแทนการเข้าสู่ชั้นศาล 
อีกทั้งเพื่อปูรากฐานทางด้านข้อมูลและอัลกอริทึมสำหรับการทำนายคำพิพากษาจากข้อมูลที่เป็นภาษาไทย 
ทั้งนี้ การดำเนินการวิจัยในปีที่ 2 และปีที่ 3 มีวัตถุประสงค์ดังต่อไปนี้ 

ปีที ่2 
3. เพื่อพัฒนาและทดสอบระบบการประมวลผลภาษาไทยที่ใช้ในบันทึกคำพิพากษา ด้วยโมเดล

แบบ 1) เอนโทรปีสูงสุด (Maximum Entropy: MaxEnt) 2) หน่วยความจำระยะสั้นแบบ
ยาวชน ิ ดสองท ิ ศทา ง  ( Bi-directional Long Short-Term Memory: Bi-LSTM) และ  
3) โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Network: CNN) ใน
การทำความเข้าใจภาษากฎหมายเพื่อหาบทกฎหมายที่เกี่ยวข้องในการตัดสินคดีละเมิดใน
ระดับศาลฎีกา   

4. เพื่อพัฒนาและทดสอบอัลกอริทึมที่ใช้กระบวนวิธีถ่ายทอดการเรียนรู้ (Transfer Learning) 
ซึ ่งมีฐานการสร้างโมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (Bidirectional 
Encoder Representations from Transformers: BERT) ที่สามารถทำความเข้าใจบันทึก
คำพิพากษาที่มีการปฏิสัมพันธ์ระหว่างคำฟ้องและคำให้การ โดยเน้นให้โมเดลสามารถ
แยกแยะได้ว่าข้อกฎหมายใดเกี่ยวข้องกับคดีที่พิจารณา 

ปีที่ 3 
2. เพ่ือพัฒนาระบบพยากรณ์การตัดสินของศาล โดยบูรณาการคลังข้อมูลที่เก็บรวบรวมจากการ

วิจัยปีที่ 1 และอัลกอริทึมต่าง ๆ ที่ได้ทดสอบมาจากการทำนายข้อกฎหมายที่เกี่ยวข้องจาก
การวิจัยปีที่ 2 

1.3. ขอบเขตของการวิจัย  

พัฒนาอัลกอริทึมและโมเดลการเรียนรู้เชิงลึก (Deep Learning) สมัยใหม่ ได้แก่ โมเดลหน่วยความจำ
ระยะสั้นแบบยาว (Long Short-term Memory: LSTM) โมเดลแบบคอนโวลูชัน (Convolutional Neural 
Network: CNN), และโมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง  (Bidirectional Encoder 
Representations from Transformers: BERT) ที่สามารถวิเคราะห์คดีความเพื่อหาบทกฏหมายที่เกี่ยวข้อง
ในการตัดสินคดีละเมิดในระดับศาลฎีกา 

1.4. ทฤษฎี สมมติฐาน และ/หรือกรอบแนวความคิดของการวิจัย 

โมเดลที่สามารถสืบค้นบทกฎหมายที่เกี่ยวข้องในการตัดสินคดีละเมิดได้จะต้องอาศัยโครงสร้างของ
บันทึกคำพิพากษาที่เกิดขึ้นในครั้งก่อน รวมถึงใช้โมเดลที่ประยุกต์กระบวนวิธีถ่ายทอดการเรียนรู้เข้ามาช่วยซึ่ง
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อาจทำให้ความแม่นยำสูงขึ้น เนื่องจากคณะผู้วิจัยสามารถฝึกให้โมเดลมีความรู้ทางภาษาโดยทั่วไป (Pre-
training) ก่อนนำมาปรับจูนให้เหมาะสมกับกรณีการใช้ที่เฉพาะเจาะจง (Fine-tuning) นอกจากนั้นแล้วโมเดล
ควรจะนำโครงสร้างของบันทึกคำพิพากษาและเนื้อความของบทกฎหมายเข้ามาใช้เป็นส่วนหนึ่งของโมเดล จึง
จะทำงานได้อย่างมีประสิทธิภาพ 

1.5. ประโยชน์ที่คาดว่าจะได้รับ 

1. โมเดลที่มีความสามารถในการประมวลผลเอกสารทางกฎหมายที่เป็นภาษาไทย ซึ่งเป็นการปูพื้นฐาน
ให้กับการสร้างเครื่องวิเคราะห์คดีความประเภทอ่ืน ๆ ต่อไป 

2. เครื่องช่วยวิเคราะห์คดีละเมิดเพ่ือหาบทกฏหมายที่เกี่ยวข้อง สำหรับบุคคลทั่วไปให้สามารถใช้คำฟ้อง
หรือคำให้การของตนในการสืบค้นบทกฎหมายที่เกี่ยวข้อง เพื่อเรียนรู้ถึงบทกฎหมายที่ทำให้ตนเข้าใจ
ลักษณะคดีความของตนเองได้ดีขึ้น 

3. เครื่องมือวิเคราะห์คดีละเมิดเพ่ือหาบทกฎหมายที่เกี่ยวข้อง สำหรับบุคลากรทางกระบวนการยุติธรรม 
เช่น อัยการฝึกหัด หรือทนายความในการสืบค้นบทกฎหมาย เพ่ือนำมาปรับใช้ในคดีความท่ีรับผิดชอบ 

1.6. แผนการถ่ายทอดเทคโนโลยีหรือผลการวิจัยสู่กลุ่มเป้าหมายเมื่อสิ้นสุดการวิจัย 

คณะผู้วิจัยวางแผนที่จะนำโมเดลจากโครงการนี้มาใช้งานจริงในรูปแบบของเว็บแอปพลิเคชัน ซึ่ง
สามารถเปิดให้บุคคลทั่วไปเข้ามาใช้เพ่ือสืบค้นข้อกฎหมายที่เก่ียวข้องจากคำฟ้องที่กำหนดให้ 

1.7. วิธีการดำเนินการวิจัย และสถานที่ทำการทดลอง/เก็บข้อมูล 

1. ตั้งสมมติฐานในการออกแบบโครงสร้างโมเดลการเรียนรู้เชิงลึก 
2. นำข้อมูลที่อยู่ในรูปแบบโครงสร้างที่เป็นมาตรฐานมาจัดระเบียบข้อมูลออกเป็นข้อมูลชุดฝึก 

(Training Set) ข้อมูลวัดเพื่อปรับโมเดลระหว่างฝึก (Validation Set) และข้อมูลชุดทดสอบ
ประสิทธิภาพโมเดล (Test Set) เพ่ือใช้ในการวัดปรียบเทียบสมรรถนะ (Benchmark)  

3. ใช้ไลบรารี (Library) สำหรับการฝึกโมเดลการเรียนรู้เชิงลึก เช่น PyTorch และ huggingface 
transformers ในภาษาไพทอน (Python) เพื ่อนำมาสร ้างโมเดลที ่ต ้องการนำมาทดสอบ
ประสิทธิภาพ 

4. คำนวณค่ามาตรวัดประสิทธิภาพของโมเดลโดยใช้ระเบียบวิธี การเรียนรู้ของเครื่อง (Machine 
Learning) แล้วจึงวิเคราะห์ข้อผิดพลาดของโมเดลเพื่อที่จะนำไปพัฒนาเป็นโมเดลที่มีรูปแบบ
โครงสร้างอื ่น ๆ และนำมาเปรียบเทียบกับโมเดลทุกรูปแบบที่เคยทดสอบ (Development 
Iteration) 
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1.8. ระยะเวลาทำการวิจัย และแผนการดำเนินงานตลอดโครงการวิจัย 

ตารางที่ 1.1 แผนการดำเนินงานโครงการปีที่ 2 

แผนการดำเนินงาน 
เดือน 

1 2 3 4 5 6 7 8 9 10 11 12 

จัดระเบียบข้อมูลไว้ให้พร้อมสำหรับการวัด
เปรียบเทียบสมรรถนะ (Benchmark) 

            

สร้างการวัดเปรียบเทียบสมรรถนะ
สถาปัตยกรรมคอมพิวเตอร์แบบโมเดล
หน่วยความจำระยะสั้นแบบยาวชนิด
สองทิศทาง (Bidirectional Long Short-
Term Memory) 

            

สร้างการวัดเปรียบเทียบสมรรถนะ
สถาปัตยกรรมคอมพิวเตอร์แบบคอนโวลูชัน 
(Convolutional Neural Network)   

            

สร้างการวัดเปรียบเทียบสมรรถนะ
สถาปัตยกรรมคอมพิวเตอร์แบบการ
ถ่ายทอดการเรียนรู้ เช่น โมเดลตัวเข้ารหัส
แบบสองทิศทางในรูปแบบตัวแปลง 
(Bidirectional Encoder 
Representations from Transformers)  

            

เขียนรายงานฉบับสมบูรณ์             
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ตารางที่ 1.2 แผนการดำเนินงานโครงการปีที่ 3 

แผนการดำเนินงาน 
เดือน 

1 2 3 4 5 6 7 8 9 10 11 12 

นำข้อมูลคำพิพากษามาวิเคราะห์ข้อมูลเชิง
สำรวจเพื่อกำหนดกรอบการศึกษาคำตัดสิน
ของศาลที่เหมาะแก่การสร้างโมเดลที่ดี 

            

สร้างโมเดลตัวชี้วัดมูลฐาน (Baseline 
Model) เพ่ือทดสอบว่าข้อมูลที่สกัดมาจาก
ข้อมูลดิบมีคุณภาพเพียงพอสำหรับการ
นำไปใช้ฝึกโมเดลแบบการเรียนรู้เชิงลึก 

            

สร้างการวัดเปรียบเทียบสมรรถนะสำหรับ
โมเดลแบบการเรียนรู้เชิงลึก 

            

เขียนรายงานฉบับสมบูรณ์             

 

1.9. เป้าหมายของผลผลิต (Output) และตัวชี้วัด 

1. (ปีที่ 2) คลังข้อมูลที่จัดโครงสร้างไว้สำหรับการวัดปรียบเทียบสมรรถนะโดยการใช้การเรียนรู้ของ
เครื ่องโดยเฉพาะ เพื ่อให้นักวิจัยในสาขานี ้นำไปศึกษาและพัฒนาโมเดลได้ง่าย โดยคลังข้อมูล
ประกอบด้วยข้อมูลในรูปแบบตารางที่จัดเก็บไว้ในรูปแบบไฟล์ CSV (Comma-separated Value)1 
ทีส่ามารถอ่านเข้าโปรแกรมได้ และตัวอย่างชุดคำสั่งในการเขียนโปรแกรมเพ่ือฝึกโมเดลจากคลังข้อมูล 
ซึ่งเป็นส่วนเพิ่มเติมจากคลังข้อมูลในปีที่ 1 ที่มีเพียงข้อมูลที่เป็นข้อความและเมทาดาตา (Metadata) 
ต่าง ๆ ที่อยู่ในต้นฉบับบันทึกคำพิพากษา 

2. (ปีที่ 2) โมเดลที่สามารถวิเคราะห์คดีความเพ่ือหาข้อกฎหมายที่เกี่ยวข้อง โดยให้ความแม่นยำที่สูงกว่า 
โมเดลตัวชี้วัดมูลฐาน  

 
 
1 csv (comma-separated value) คือ ไฟล์ที่เก็บข้อมูลตัวอักษรในรูปแบบตารางโดยใช้เครื่องหมายจุลภาค (,) แบ่งเขตข้อมูลในแต่ละ

คอลัมน์ (column) และใช้การขึ้นบรรทัดใหม่ระบุการแบ่งแถว (row) 
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3. (ปีที่ 3) คลังข้อมูลคำพิพากษาของศาลสำหรับบุคคลทั่วไปที่สนใจนำมาใช้สำหรับการวัดปรียบเทียบ
สมรรถนะของโมเดลการเรียนรู้ของเครื่องรูปแบบต่าง ๆ  

4. (ปีที่ 3) โมเดลตัวชี้วัดมูลฐานที่สามารถทำนายคำตัดสินของศาลได้แม่นยำกว่าการเสี่ยงเดา 

1.10. เป้าหมายของผลลัพธ์ (Outcome) และตัวชี้วัด 

การพิสูจน์แนวคิด (Proof of Concept) ในการนำเทคนิคการเรียนรู้เชิงลึกไปประยุกต์ใช้ในการ
วิเคราะห์ข้อมูลภาษาไทยที่นำมาจากบันทึกคำพิพากษา 
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  การทบทวนวรรณกรรมที่เกี่ยวข้อง 
 
โครงการนี้อาศัยความรู้ความเข้าใจเกี่ยวกับการใช้ปัญญาประดิษฐ์มาประยุกต์ใช้กับข้อมูลที่เกี่ยวกับ

กฎหมาย โดยเฉพาะอย่างยิ่งการประยุกต์ใช้การเรียนรู้เชิงลึกเพื่อการประมวลผลภาษาธรรมชาติ การทบทวน
วรรณกรรมที่เกี่ยวข้องกับโครงการวิจัยนี้ ประกอบด้วย กฎหมายกับการประมวลผลภาษาธรรมชาติ และ
ส่วนประกอบสำคัญต่าง ๆ สำหรับการพัฒนาโมเดลการเรียนรู้เชิงลึก   

2.1. กฎหมายกับการประมวลผลภาษาธรรมชาติ 

การประมวลผลภาษาธรรมชาติ (Natural Language Processing: NLP) หรือการประยุกต ์ใช้
ปัญญาประดิษฐ์เพื่อทำความเข้าใจภาษาของมนุษย์ เป็นศาสตร์หนึ่งที่ประยุกต์ใช้โมเดลทางสถิ ติ การเรียนรู้
ของเครื่อง (Machine Learning) หรือการเรียนรู้เชิงลึก (Deep Learning) ในการทำให้คอมพิวเตอร์สามารถ
เรียนรู้รูปแบบความสัมพันธ์ระหว่างข้อมูลรับเข้า ซึ่งอาจอยู่ในรูปข้อความ หรือเสียง กับสิ่งที่สนใจในระดับ
โครงสร้างของภาษา เช่น ชนิดของคำ (Part of Speech) ขอบเขตของคำ หรือในระดับความหมาย เช่น 
ประเภทของเอกสาร  หรือความหมายเชิงบวก/ลบ เป็นต้น เมื่อปัจจุบันเป็นยุคของข้อมูล มนุษย์ได้มีการ
สื่อสาร แสดงความคิดเห็นต่าง ๆ ลงบนสื่อดิจิทัลอย่างแพร่หลาย ศาสตร์ด้าน NLP จึงเข้ามาตอบโจทย์การ
วิเคราะห์ข้อมูลจำนวนมหาศาลนี้ที่เดิมแรงงานมนุษย์เพียงอย่างเดียวอาจใช้เวลานานในการวิเคราะห์ และอาจ
เกิดความผิดพลาดในการประมวลผลจากข้อจำกัดทางด้านร่างกายได้  

เทคนิคการประมวลผลภาษาธรรมชาตินั้นเป็นแกนหลักในเทคโนโลยีใกล้ตัวต่าง ๆ เป็นจำนวนมาก 
เช่น หุ่นยนตร์นักสนทนา (Chatbot) ที่ทำหน้าที่โต้ตอบกับมนุษย์เป็นข้อความอักษรเมื่อพิมพ์คำถามตามหน้า
เว็บไซต์ หรือเป็นรูปแบบเสียงตอบกลับกรณีการโทรสอบถามกับโอเปอร์เรเตอร์ขององค์กรต่าง ๆ โปรแกรม
แปลจากภาษาหนึ่งเป็นภาษาหนึ่ง หรือในด้านธุรกิจที่ดึงข้อมูลจากสื่อออนไลน์ที่มีการพูดถึงองค์กร เพื่อนำมา
วิเคราะห์ความคิดเห็นหรือความรู้สึกของผู้ใช้ที ่มีต่อองค์กร สำหรับเป็นข้อมูลในการพัฒนาบริการต่อไป 
(Social Listening) นอกจากนี้ NLP ยังเป็นศาสตร์ที ่ถูกนำมาประยุกต์ใช้ในสาขาอื ่น ๆ อีก เช่น ในด้าน
สังคมศาสตร์ NLP ถูกนำมาใช้วิเคราะห์การเปลี่ยนแปลงของคำตลอดช่วงระยะเวลาหนึ่ง เพ่ือศึกษาวิวัฒนาการ
ของภาษา (Hu, Li, & Liang, 2019) หรือการใช้โมเดลการเรียนรู้เชิงลึกในการตรวจจับการคัดลอกผลงาน 
(Plagiarism Detection) (Hambi & Benabbou, 2020) 

กฎหมายนับเป็นอีกหนึ่งสาขาที่ได้มีการนำการประมวลผลภาษาธรรมชาติเข้ามาบูรณาการ เพ่ือ
แก้ป ัญหาที ่หลากหลายในวงการกฎหมาย ปัญหาประการหนึ ่งที่ ม ีการประยุกต์ใช ้การประมวลผล
ภาษาธรรมชาตินั้นคือการเพิ่มโอกาสในการเข้าถึงความยุติธรรมโดยผ่านกระบวนการ ซึ่งอาจเกิดจากจำนวน
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คดีความที่มากเกินกว่าที ่ระบบศาล และจำนวนบุคลากรทางด้านกฎหมายจะสามารถรองรับได้อย่างมี
ประสิทธิภาพและในระยะเวลาอันเหมาะสม อีกท้ังยังนำมาใช้เพ่ือแก้ความเหลื่อมล้ำทางสังคมที่กีดกันไม่ให้คน
บางกลุ่มสามารถเข้าถึงกระบวนการยุติธรรมได้อย่างที่ควรจะเป็น กระบวนการดังกล่าวนั้นอาจเรียกว่าการทำ
ให้บริการทางกฎหมายกลายเป็นสินค้า (Commoditization of Legal Services) โดยการสร้างให้เกิด
เทคโนโลยีที่สามารถแก้ปัญหาทางกฎหมายได้โดยไม่จำเป็นต้องมีการใช้มนุษย์ในการให้คำปรึกษา แต่ ใช้การ
ประมวลผลภาษาธรรมชาติในการเรียนรู้ข้อมูลทางกฎหมายที่จำเป็นต่อการให้คำปรึกษาแทน ดังนั้น การ
ประยุกต์ใช้เทคโนโลยีปัญญาประดิษฐ์ เช่น การประมวลผลภาษาธรรมชาติ และการเรียนรู้ของเครื่องกับข้อมูล
ด้านกฎหมาย เช่น คดีความ คำพิพากษา หลักฐาน คำฟ้อง ข้อหา หรือตัวบทกฎหมาย  จึงเข้ามามีบทบาทใน
การทุเลาปัญหาการเข้าถึงกฎหมายของผู้คน และเพ่ิมประสิทธิภาพให้กับระบบกระบวนการยุติธรรม 

แนวทางการวิจัยทางด้านนิติศาสตร์ที่มีการบูรณาการศาสตร์ทางด้าน NLP แรกเริ่มได้รับความสนใจ
ในต่างประเทศ เช่น การศึกษาที่เกี่ยวกับการทำนายพฤติกรรมการตัดสินของผู้พิพากษาศาลสูงสุดของประเทศ
สหรัฐอเมริกา (Katz, Bommmarito II, & Blackman, 2017) ด้วยโมเดล Random Forest ซึ่งเป็นอัลกอริทึม
หนึ่งของการเรียนรู้ของเครื่องมาวิเคราะห์การยืนยันหรือการกลับคำพิพากษาจากฐานข้อมูล Supreme Court 
Database (SCDB) ที่ประกอบด้วยผลโหวตของผู ้พิพากษา 240,000 ครั ้ง และผลคำพิพากษาคดีจำนวน 
28,000 คดี ระหว่าง ค.ศ. 1816 – 2015 โดยการทำนายผลคำพิพากษาให้ความแม่นยำร้อยละ 70.2 ในขณะ
ที่การทำนายผลโหวตของผู้พิพากษาให้ความแม่นยำร้อยละ 71.9 นอกจากนี้ คำพิพากษาในศาลระหว่าง
ประเทศอย่างศาลสิทธิมนุษยชนแห่งยุโรป (European Court of Human Rights: ECtHR) ถูกนำมาวิเคราะห์
เพื ่อทำนายว่าเกิดการละเมิดอนุสัญญาหรือไม่ (Aletras, Tsarapatsanis, Preotiuc-Pietro, & Lampos, 
2016) การศึกษานี้จำแนกคดีโดยการให้โมเดล Support Vector Machine (SVM) เรียนรู้ความสัมพันธ์ของ
ลำดับของคำท่ีติดกัน N คำ (N-gram) และหัวข้อท่ีสกัดมาจากรายละเอียดของคดีกับผลการพิพากษาที่สกัดมา
จากส่วนผลลัพธ์ของคดี จำนวน 584 คดี โดยแบ่งประเภทคดีออกเป็น 3 มาตรา ได้แก่ มาตรา 3 มาตรา 6 
และมาตรา 8 ผลของโมเดลโดยเฉลี่ยระหว่าง 3 มาตรา คือร้อยละ 79 และในงานวิจัยดังกล่าวยังพบข้อสังเกต
ว่าปัจจัยสำคัญในการทำนายคำพิพากษาคือรายละเอียดในส่วนข้อเท็จจริงของคดี ซึ่งมีความสอดคล้องไปกับ
การตัดสินใจของศาลจริง  

จะเห็นได้ว่างานวิจัยที่กล่าวมาข้างต้นนั้นใช้การเรียนรู้ของเครื่องในการจำแนกเอกสารทางกฎหมาย 
ซึ่งเป็นเทคนิคที่ต้องกำหนดค่าสัญญาณ หรือสิ่งที่จะบอกให้โมเดลเรียนรู้ก่อน (Supervised Learning) โดย
ระดับความซับซ้อนของโมเดลภาษาธรรมชาตินั้นมีตั้งแต่กรณีการใช้โมเดลทั่วไปที่ใช้ค่าสัญญาณเป็นคำ ต่อมา
การเรียนรู้เชิงลึกถูกพัฒนาและนำมาใช้ในงานด้าน NLP มากขึ้น แม้ว่าการเรียนรู้เชิงลึกจะมีความซับซ้อนใน
การออกแบบโครงสร้างของโมเดล แต่ไม่มีความจำเป็นในการกำหนดค่าสัญญาณก่อน เช่น โมเดลการทำนาย
ผลคำพิพากษาการละเมิดอนุสัญญาที่ ECtHR โดยการทดลองนี้ใช้โมเดลโครงข่ายประสาทเทียม (Neural 
Network) (Chalkidis, Androutsopoulos, & Aletras, 2019) ในการจำแนกข้อเท็จจริงของคำพิพากษา
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ออกมาเป็นผลการทำนาย 3 รูปแบบ ได้แก่ (1) ทำนายว่าคดีความเกิดการละเมิดอนุสัญญาหรือไม่ (Binary 
Violation Classification) (2) ทำนายว่ามาตราใดบ้างที ่ถูกละเมิด (Multi-label Classification) และ (3) 
ทำนายความสำคัญของคดีตามเกณฑ์ที่จัดโดย ECHR และในงานวิจัยได้ทดลองใช้โมเดล 4 โครงสร้าง ได้แก่ (1) 
BiGRU-Att หรือ โมเดล Bi-directional Gated Recurrent Unit ประกอบกับกลไก Attention (2) HAN หรือ 
Hierarchical Attention Network (3) LWAN หรือ Label-Wise Attention Network และ (4) HIER-BERT 
หร ื อ  Hierarchical Bidirectional Encoder Representations from Transformers ในการจำแนกคำ
พิพากษาจำนวน 11,478 คดี ผลลัพธ์ที่ได้จากงานวิจัยพบว่าโมเดล HAN และ HIER-BERT ให้ผลลัพธ์ที่ดีกว่า
โมเดล SVM และโมเดลโครงข่ายประสาทเทียมรูปแบบอ่ืนในทุก ๆ การทำนาย 

อย่างไรก็ตาม งานวิจัยที่มีการใช้ NLP ในการวิเคราะห์ข้อมูลกฎหมายในบริบทของประเทศไทยนั้น
ปรากฏเป็นจำนวนไม่มากเมื่อเทียบกับการศึกษาในต่างประเทศ ยกตัวอย่างเช่น การทำนายผลการตั ดสิน
คดีอาญาของศาลฎีกาไทยด้วยโมเดลการเรียนรู ้เชิงลึกประเภท Bi-directional Gated Recurrent Unit 
ประกอบกับกลไก Attention (Kowsrihawat , Vateekul, & Boonkwan, 2018) ข้อมูลในงานวิจัยนี ้เป็น
ข้อมูลที่ถูกพัฒนาขึ้นเพื่องานวิจัยโดยเฉพาะ เรียกว่า TSCC (Thai Supreme Court Cases) ซึ่งประกอบไป
ด้วยคำพิพากษา 1,000 ฉบับระหว่าง ปี พ.ศ. 2501 ถึง พ.ศ. 2559 และข้อกฎหมายคดีอาญาที่เก่ียวข้องกับคำ
พิพากษา ซึ่งแบ่งออกเป็น 3 หมวด ได้แก่ ความผิดเกี่ยวกับชีวิตและร่างกาย ความผิดเกี่ยวกับชื่อเสียง และ
ความผิดเกี่ยวกับทรัพย์สิน โมเดลในงานวิจัยนี้ถูกออกแบบมาเพื่อเลียนแบบการตัดสินคดีในสถานการณ์จริง 
กล่าวคือ มีการใช้ข้อมูลทั้งจากข้อเท็จจริงของโจทก์ และข้อกฎหมายทางอาญาที่เกี่ยวข้องเป็นเวกเตอร์รับเข้า
ในการฝึกโมเดล และชั่งน้ำหนักความสำคัญโดยการใช้กลไก Attention เพื่อทำนายผลคำพิพากษา จากการ
ทดสอบ โมเดลดังกล่าวให้ค่า Macro-F1 และ Micro-F1 ที่ร้อยละ 63.35 และ 66.67 ตามลำดับ ซึ่งสูงกว่า
โมเดลดั้งเดิมที่ใช้เทคนิคการเรียนรู้ของเครื่องอย่าง SVM งานวิจัยที่วิเคราะห์รูปคดีทางอาญาของไทยอีกชิ้นคือ 
การทำนายบทลงโทษทางอาญาที ่ง ่ายต่อความเข้าใจของคนทั ่วไปด้วยการใช้โมเดลการเรียนรู ้เชิงลึก 
(Krungklang & Sinthupinyo, 2020) ข้อมูลสำหรับงานวิจัยประกอบด้วยคำพิพากษาของศาลฎีกาในฐาน
ความผิดที่กระทำลงตามบทบัญญัติในมาตรา 288 และ 289 แห่งประมวลกฎหมายอาญา ตั้งแต่ปี พ.ศ. 2500 
ถึง 2560 จำนวน 2,698 ชิ ้น สำหรับการฝึกโมเดล Long Short-Term Memory (LSTM) และโมเดล Bi-
directional Long Short-Term Memory (Bi-LSTM) ที่ประกอบด้วย Word Embedding ชนิดต่าง ๆ เช่น 
Fasttext, Thai2Vec และ Crime2Vec ที่เรียนรู้มาจากข่าวอาชญากรรม กระบวนการทำนายเพื่อให้ได้ผล
ลัพธ์เป็นบทลงโทษทางอาญาฉบับเข้าใจง่ายนั้น ประกอบด้วยโมเดลการทำนาย 4 ประเด็น ได้แก่ แรงจูงใจ 
(Intention), ความเสียหาย (Causation), มีความผิดหรือไม่ (Justification)  และการรับโทษ (Impunity) 
แล้วนำผลการทำนายของแต่ละโมเดลมาพิจารณาบทลงโทษทางอาญาด้วยเกณฑ์ที่ได้มาจากการฝึกโมเดล
ต้นไม้ตัดสินใจ (Decision Tree) ซึ่งสามารถมีผลลัพธ์ออกมาได้ทั้งหมด 7 แบบ (A-G) เมื่อนำโมเดลไปทดสอบ
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ด้วยการทำนายบทลงโทษของโจทก์ในข่าวอาชญกรรม จำนวน 100 ข่าว ให้ผลลัพธ์ที่ตรงกับการทำนายของ
ทนายความที่รอ้ยละ 76  

จะเห็นได้ว่าการศึกษาในประเทศไทยที่ผ่านมานั้นเป็นการศึกษากฎหมายอาญาและมักเป็นความผิด
อันมิอาจยอมความได้ ซึ่งในความเป็นจริงนั้นผู้ที่จำเป็นต้องใช้ โมเดลดังกล่าวนั้นอาจเป็นเจ้าพนักงานของรัฐ 
และเมื่อพิจารณาจากหลักการของการดำเนินวิธีพิจารณาความอาญาแล้ว การพิสูจน์จนสิ้นข้อสงสัยนั้นเป็นไป
ได้ยากที ่จะใช้เพียงโมเดล NLP เพื ่อพิสูจน์ความผิดในทางปฏิบัติ ดังนั ้นการศึกษานี้จึงมุ่งเน้นที ่คดีแพ่ง 
โดยเฉพาะอย่างยิ่งกรณีของการละเมิด ซึ่งเป็นกรณีท่ีมีการนำคดีขึ้นสู่ศาลมากที่สุดกรณีหนึ่ง และเป็นเรื่องทาง
แพ่งที่คู่ความสามารถตกลงยอมความ หรือระงับข้อพิพาทกันเองได้โดยไม่จำเป็นต้องนำคดีขึ้นสู่ศาลแต่ประการ
ใด ในส่วนถัดไปคณะผู้วิจัยจะได้อธิบายถึงหลักการในการประมวลผลภาษาธรรมชาติที่สำคัญต่อการแปลง
ข้อมูลตัวอักษรเพื่อนำมาใช้ในการวิเคราะห์ข้อมูลกฎหมาย โดยเริ่มจากหลักการ Word Embedding เป็น
ลำดับแรก 

2.2. การฝังคำ (Word Embedding) 

การฝังคำ (Word Embedding) คือการแทนค่าคำที ่ปรากฎในข้อความใด ๆ ด้วยเวกเตอร์ที ่เป็น
จำนวนจริง หรือเวกเตอร์ค่าสัญญาณ (Feature Vector)  ซึ่งสามารถนำมาใช้ในการประมวลผลของโมเดลใน
ปัจจุบัน ทุกค่าของทุกคำที่อยู่ในเวกเตอร์จะถูกนำมาใช้ทั้งหมด จึงเรียกค่าสัญญาณเหล่านี้ว่า Distributed 
Features ได้ด้วยเช่นกัน ความหมายทั่วไปของ Word Embedding หรือ Text embedding จึงหมายถึงการ
แทนความหมายของคำด้วยตัวเลขในรูปแบบเวกเตอร์โดยให้โมเดลเรียนรู้คำที่มีลักษณะพื้นที่ของเวกเตอร์ที่
สอดคล้องกัน ในทางภาษาศาสตร์คอมพิวเตอร์  (Computational Linguistics) จะเรียกสิ ่งเหล่านี ้ว่า 
Distributional Semantic Model กล่าวคือ ความหมายของคำจะขึ้นอยู่กับบริบทหรือคำที่เกิดคู่กัน Word 
embedding นั้นถูกสร้างผ่านการฝึกให้โมเดลพยายามเรียนรู้จากข้อมูลที่มีอยู่ (Pretraining) ก่อนจะนำมาเป็น
ค่าสัญญาณในโมเดลอื่น ๆ ต่อ โดยโมเดลจะเรียนรู้ลักษณะคำ บริบท ประโยค หรือแม้แต่ไวยากรณ์ที่ถูกต้อง
จากรูปแบบที่เกิดซ้ำ ๆ ในคลังข้อมูลขนาดใหญ่ แม้ไม่ได้กำหนดความหมายของคำแก่โมเดลโดยตรง แต่โมเดล
ก็สามารถเรียนรู้ได้จากลักษณะและความถี่ของคำที่ปรากฎร่วม 

Word Embedding สามารถแบ่งออกเป็น 2 ประเภทหลัก โดยมีแนวคิดการกำเนิดเป็นเกณฑ์ ได้แก่ 
(1) วิธีการนับจำนวน (Count-based Methods) และ (2) วิธีการเชิงทำนาย (Predictive Methods)  

วิธีการนับจำนวน (Count-based Methods)  เช่น การสร้างดัชนีแฝงหรือการวิเคราะห์ความหมาย
แฝง (Latent Semantic Indexing/Analysis: LSI/LSA) ซึ่งเป็นหนึ่งในวิธีที่แพร่หลายมากที่สุดนั้นเป็นวิธีที่
อ้างอิงจากสมมติฐานของเฟิร์ธว่าด้วยความหมายของคำหนึ่งคำจะถูกกำหนดจากคำที่เกิดรอบ ๆ (Firth, 1957) 
ด้วยแนวคิดนี้จึงทำให้เกิด Word Embedding ที่มีหลายมิติขึ้น โดยแต่ละมิติของเวกเตอร์จะเก็บข้อมูลที่ระบุ
ความถี่ของคำที่เกิดร่วม ซ่ึงการเก็บข้อมูลลักษณะนี้ทำให้เวกเตอร์มีขนาดใหญ่เกินไป และค่าส่วนใหญ่มีค่าเป็น
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ศูนย์ ส่งผลให้เกิดความลำบากในการใช้งาน และขาดประสิทธิภาพหากปริมาณข้อมูลสำหรับโมเดลมีจำนวน
น้อย ทั้งนี้ ปัญหาดังกล่าวสามารถแก้ไขได้โดยการใช้วิธีลดจำนวนมิติ (Dimensionality Reduction) ให้เหลือ
เพียง 300 มิติ เช่น การแยกเมทริกซ์ (Matrix Decomposition) หลังจากถ่วงน้ำหนักของค่าแต่ละค่าด้วยวิธี 
Pointwise Mutual Information (PMI) ซึ่งเป็นวิธีที่ทำให้ได้ค่าน้ำหนัก (Weight) ของ Word Embedding 
ที่เหมาะสมที่สุดออกมา 

อีกประเภทหนึ ่ง คือ Word Embedding ที ่สร้างจากวิธ ีการเชิงทำนาย (Predictive Methods) 
ประเภทนี้จะใช้โมเดลเรียนรู้คำ ๆ นั้นจากการทำนายคำที่อยู่รอบ ๆ ทำให้ได้เวกเตอร์ที่มีขนาดเล็กและเป็น
เวกเตอร์ที่ประกอบด้วยตัวเลขที่ไม่เป็นศูนย์เป็นส่วนใหญ่ (Dense Vector) นอกจากนี้ ยังมีวิธีสร้าง Word 
Embedding อื่น ๆ ที่นิยมมากในช่วงถัดมาคือ Glove (Global Vectors for Word Representation) และ 
Word2Vec (Mandelbaum & Shalev, 2016) ทั้งนี้ คุณสมบัติของ Word Embedding ที่เห็นได้ชัดที่สุดจาก
วิธีที่ดังกล่าวคือ หากคำมลีักษณะคล้ายคลึงกัน ลักษณะของเวกเตอร์ก็จะมีความคล้ายคลึงกันตามไปด้วย เนื่อง
ด้วยหลักการนี้ คำที่มีความหมายคล้ายกันจึงมีแนวโน้มที่จะเกิดในบริบทที่เหมือน ๆ กัน อย่างไรก็ตาม 
หลักการนี้มีจุดที่ไม่สมเหตุสมผลเมื่ออิงจากกรณีของคำตรงข้าม (antonym) เช่น ร้อน-เย็น เพราะแม้จะเกิดใน
บริบทที่คล้ายกัน แต่ความหมายของสองคำนี้มีความแตกต่างอย่างสิ้นเชิง อย่างไรก็ตาม ปัญหาเรื่องคำตรงข้าม
ได้ถูกแก้ไขโดย (Schwartz, Reichart, & Rappoport, 2015) ซึ่งใช้รูปแบบที่เป็นระบบของภาษาในการหา
ความคล้ายของคำ รูปแบบที่เป็นระบบจะแทนคำสองคำด้วยตัวแปรสมมติ หากคำสองคำใดเข้ากับรูปแบบที่
กำหนด คำสองคำนั้นก็จะมีลักษณะความคล้ายตามที่กำหนด เช่น รูปแบบ from X to Y และ either X or Y 
ที่หากคำสองคำสามารถใส่ลงไปในสองรูปแบบนี้ได้ จะเป็นการพิศูจน์ว่าสองคำนั้นเป็นคำตรงข้ามกัน 

นอกจากนี ้ ในงานวิจ ัยของ Mandelbaum และ Shalev (2016) ได้ใช้โมเดลแบบคอนโวลูชัน 
(Convolutional Neural Network) จำแนกประโยค (Sentence Classification) เพ่ือทดลองเกี่ยวกับผลของ
การใช้เวกเตอร์ของคำที่ได้จากการเรียนรู้ของโมเดลด้วยชุดข้อมูลอื่น (Pretrained Word Embedding) โดย
ในที่นี้คือ Word2Vec จากงานวิจัยพบว่าแม้จะใช้ข้อมูลชุดทดสอบที่มีแหล่งที่มาต่างกัน เช่น ข้อมูลชุดทดสอบ
จากข้อความวิจารณ์ภาพยนตร์ ข้อมูลชุดทดสอบจาก TREC (ชุดคำถามคำตอบความรู้ทั่วไป) ข้อมูลชุดทดสอบ
จากข้อความจากอินเทอร์เน็ตในแพลตฟอร์ม reddit เป็นต้น ประสิทธิภาพของโมเดลที่ใช้เวกเตอร์ของคำที่
ผ่านการเรียนรู้ของโมเดลด้วยชุดข้อมูลอื่นนั้นให้ผลลัพธ์ใกล้เคียงกันและดีกว่ามาตรฐานของโมเดลที่เคยมีมา 
จึงอาจสรุปได้ว่า Word Embedding เป็นส่วนช่วยในการสกัดค่าสัญญาณของโมเดลที่ดีมากสำหรับโมเดล
โครงข่ายประสาทเทียม โดยเฉพาะอย่างยิ่งในงานที่เกี่ยวกับข้อความ ความหมายของคำ หรือประโยคต่าง ๆ 
และมีความครอบคลุมที่สามารถใช้ได้ดีกับชุดข้อมูลโดยทั่วไป โดยไม่เฉพาะเจาะจงกับลักษณะข้อมูลใดข้อมูล
หนึ่ง 
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2.3. การถดถอยโลจิสติก (Logistic Regression) 

การถดถอยโลจิสติก (Logistic Regression) หรือเอนโทรปีสูงสุด (Maximum Entropy: MaxEnt) 
คือโมเดลการเรียนรู้ของเครื่องแบบมีผู้สอน (Supervised Machine Learning) ที่นิยมนำมาใช้ในการสร้าง
เครื่องจำแนกประเภทข้อความ (Text Classifier) เพราะเป็นโมเดลที่สามารถแสดงให้เห็นความสำคัญของค่า
สัญญาณแต่ละค่าที่โมเดลเรียนรู้ได้ ทำให้สามารถปรับจูนพารามิเตอร์ของโมเดลได้โดยง่าย 

จากงานวิจัยของ Jurafsky และ Martin (2008) การฝึกโมเดลการถดถอยโลจิสติก สามารถแบ่ง
ออกเป็น 2 ช่วง ได้แก่  

1) ช่วงปรับค่าน้ำหนักของโมเดล ได้แก่ ค่า 𝑤 และ 𝑏  

2) ช่วงทดสอบโมเดล หากให้ชุดทดสอบเป็น 𝑥 โมเดลจะให้ความน่าจะเป็นที่ 𝑥 จะเป็นป้ายกำกับ 𝑦 

นั้นมากเท่าใด ผลลัพธ์จึงเท่ากับ 𝑝(𝑦|𝑥) 
โมเดลใช้ฟังก์ชันซิกมอยด์ (Sigmoid) เพื่อหาความน่าจะเป็น ผลโดยพื้นฐานจึงสามารถออกมาได้ 2 

ค่า (Binary) กล่าวคือ เมื่อให้เวกเตอร์ที่เป็นจำนวนจริง (Feature Vector) หนึ่ง ๆ มา ผลที่ได้คือ 𝑦 จะมีค่า
เป็น 1 (หมายถึงข้อมูลมีความน่าจะเป็นที่จะจัดอยู่ในประเภทนั้น) หรือ 0 (หมายถึง ข้อมูลไม่มีความน่าจะเป็น

ทีจ่ัดอยู่ในประเภทนั้น) โมเดลสามารถทำนายสิ่งเหล่านี้ได้จากค่าน้ำหนัก (Weight: 𝑤) และค่าความเอนเอียง 

(Bias Term: 𝑏) โดยค่าน้ำหนักในที่นี้หมายถึงความสำคัญของค่าสัญญาณของข้อมูลรับเข้าที่โมเดลกำลังเรียน
รู้อยู่ และเป็นค่าที่บ่งบอกให้โมเดลรู้ว่าข้อมูลนั้นควรเป็นค่าสัญญาณที่ชี้ว่าเป็นผลเชิงบวก (Positive Label) 
หรือ ค่าสัญญาณชี้ว่าเป็นผลเชิงลบ (Negative Label) ส่วนค่าความเอนเอียงเป็นค่าจำนวนจริงที่บวกเข้าไปใน
ค่าของข้อมูลรับเข้าที่ถ่วงน้ำหนักแล้วในตอนสุดท้าย โดยสองค่านี้จะถูกปรับในระหว่างการฝึกโมเดล ดังแสดง
ในสมการดังนี ้

z = (∑ 𝑤𝑖𝑥𝑖) + 𝑏

𝑛

𝑖=1

 

[𝑛] แทนจำนวนทั้งหมดของข้อมูลที่ป้อนเข้ามาให้โมเดล 

(𝑖) แทนลำดับปัจจุบันของข้อมูล 

หลังที่จากที่โมเดลเรียนรู้ค่าน้ำหนักระหว่างการฝึกแล้ว จะนำค่าน้ำหนัก (𝑤) ไปคูณกับแต่ละค่าของ

ข้อมูลรับเข้า (𝑥) หลังจากนั้นจึงหาผลรวมของค่าที่ถ่วงน้ำหนักแล้วทั้งหมดของค่าสัญญาณที่ มี แล้วจึงนำไป

บวกกับค่าความเอนเอียง (𝑏) โดยที่ 𝑧 เป็นคะแนนทีป่้ายกำกับนั้นได้รับ 
นอกจากนี้ ส่วนที่สำคัญอย่างยิ่งในระหว่างการฝึกโมเดลการถดถอยโลจิสติกคือมาตรวัดบอกความต่าง

ระหว่างความน่าจะเป็นให้กับป้ายกำกับที่โมเดลทำนายกับป้ายกำกับที่เป็นเฉลย เรียกว่า ฟังก์ชันสูญเสีย (Loss 
Function) หรือ ฟังก์ชันต้นทุน (Cost Function) ซึ่งช่วยให้โมเดลสามารถเรียนรู้ค่าพารามิเตอร์ที่ทำให้ค่าที่
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โมเดลทำนายใกล้เคียงกับค่าที่ถูกต้องมากที่สุด ฟังก์ชันที่นิยมใช้ทั้งในการถดถอยโลจิสติกและโมเดลแบบ
โครงข่ายประสาทเทียมคือครอส-เอนโทรปี ล็อซ (Cross-entropy Loss) 

 
เมื่อโมเดลคำนวณความน่าจะเป็นของแต่ละป้ายกำกับในข้อมูลและนำผลไปแปลงเป็นค่าลอการิทึม 

(Logarithm) จะได้ค่าที่เรียกว่าลอการิทึมของความเป็นไปได้ (Log-likelihood) จากสมการข้างต้นโมเดลจะ

ให้ความน่าจะเป็นสูงสุดในป้ายกำกับที่ถูกต้อง (𝑦) ก็ต่อเมื่อสามารถหาค่าน้ำหนัก (𝑤) ที่ทำให้ครอส-เอนโทร
ปี ล็อซ หรือ ลอการิทึมของความเป็นไปได้ลบ (Negative Log-likelihood) นี้ต่ำที่สุด ซึ่งสามารถทำได้ผ่าน
กระบวนการหาค่าน้ำหนักที่เหมาะสมที่สุด (Optimization) โดยวิธีที่นิยมใช้คืออัลกอริทึมการเคลื่อนลงตาม
ความชัน (Gradient Descent Algorithm) เช่น สโตแคสติกเกรเดียนต์เดสเซนท์ (Stochastic Gradient 
Descent) และแบตช์เกรเดียนต์เดสเซนท์ (Batch Gradient Descent) ซึ ่งล้วนมีหน้าที ่ในการปรับหาค่า
น้ำหนักท่ีทำให้ค่าสูญเสีย (Loss) ของโมเดลต่ำที่สุด โดยสโตแคสติกเกรเดียนต์เดสเซนท์จะคำนวณไปในแต่ละ
ข้อมูล แล้วจึงปรับค่าน้ำหนักไปทีละอัน ต่างจากแบตช์เกรเดียนต์เดสเซนท์ที่คำนวณค่าของข้อมูลทั้งหมดก่อน 
แล้วจึงปรับค่าน้ำหนัก 

2.4. ความเข้าใจเกี่ยวกับการเรียนรู้เชิงลึก (Deep Learning) 

การเรียนรู้เชิงลึก (Deep learning) เป็นศาสตร์ด้านหนึ่งของกระบวนการเรียนรู้ของเครื่อง (Machine 
Learning) โดยจะเน้นไปท่ีกระบวนการเรียนรู้ที่ซ้อนกันเป็นชั้น ๆ (Layers) เพ่ือทำความเข้าใจข้อมูล ทั้งนี้ ชั้น
ที่กล่าวถึงในการเรียนรู้เชิงลึกจะอยู่ในรูปแบบโครงข่ายประสาทเทียม (Neural Network) ซึ่งมีลักษณะเป็นชั้น
ของหน่วยประมวลผล (Neuron) ซ้อนทับหลาย ๆ ชั้น ตั้งแต่ชั้นการป้อนข้อมูลรับเข้า ชั้นการประมวลผล และ
ชั้นข้อมูลส่งออก โดยข้อมูลส่งออก (Output) จากชั้นก่อนหน้าจะมาเป็นข้อมูลรับเข้า (Input) ของชั้นถัดไปดัง
รูปที่ 2.1 สิ่งที่ทำให้โมเดลการเรียนรู้เชิงลึกมีความน่าสนใจคือ ชั้นประมวลผลแฝง (Hidden Layer) ที่ทำ
หน้าที่ค้นหาค่าสัญญาณมาใช้ประมวลผลเพิ่มเติม เพื่อให้ผลลัพธ์ตรงกับป้ายกำกับ (Label) ที่ถูกต้องมากที่สุด 
ซึ ่งต่างจากการเรียนรู้ของเครื ่องที่นักวิจัยต้องกำหนดค่าสัญญาณให้โมเดลเรียนรู้เองทั ้งหมด (Feature 
Engineering) 
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รูปที่ 2.1 แผนภาพการเรียนรูเ้ชิงลึก 

การฝึกโมเดลสำหรับการประมวลผลภาษาธรรมชาติ หน่วยประมวลผลในชั้นการป้อนข้อมูลรับเข้าจะ
บรรจุเมทริกซ์ของค่าสัญญาณที่อาจเป็นอักขระ คำ หรือชนิดของคำ ตามโจทย์การประยุกต์ ในกรณีที่เป็นการ
จำแนกเอกสาร (Document Classification) ค่าสัญญาณอาจเป็นคำในเอกสารที่ต้องการทำนาย ส่วนหน่วย
ประมวลผลในชั้นข้อมูลส่งออกจะบรรจุค่าน้ำหนักของป้ายกำกับแยกแต่ละหน่วย หากค่าน้ำหนักของหน่วยใด
มีค่ามากกว่า ก็จะถูกทำนายเป็นป้ายกำกับนั้น 

หน่วยประมวลผลแต่ละหน่วยในชั้นประมวลผลแฝงจะรับค่าสัญญาณ (𝑋) ที่อยู่ในรูปเวกเตอร์จากทุก
หน่วยในชั้นก่อนหน้ามาคำนวณแล้วส่งผลลัพธ์ให้เป็นข้อมูลรับเข้าในชั้นถัดไป กระบวนการนี้เรียกว่าการแพร่
ไปข้างหน้า (Forward Propagation) ในแต่ละหน่วยประมวลผลของชั้นประมวลผลแฝง ค่าสัญญาณจะถูก

นำมาคำนวณกับเวกเตอร์ค่าความเอนเอียง (Bias: 𝑏) และเมทริกซ์ค่าน้ำหนัก (Weight: 𝑊) หรือบางครั้ง
เรียกว่าพารามิเตอร์ แล้วนำค่าดังกล่าวมาประมวลผลในฟังก์ชันกระตุ้นที่ไม่เป็นเชิงเส้นตรง (Non-linear 

Activation Function: 𝑓) เพ่ือพิจารณาการส่งผลลัพธ์ไปให้ชั้นถัดไป แล้วในชั้นถัดไปจะเกิดกระบวนการนี้ซ้ำ 
แต่ค่าน้ำหนักและค่าความเอนเอียงจะมีความแตกต่าง โดยสมการของกระบวนการที่เกิดขึ้นในชั้นประมวลผล
แฝงเป็นดังนี้ 

 

𝐻 = 𝑓(𝑊[𝑙]𝑋[𝑙−1](𝑖) + 𝑏[𝑙]) 
[𝑙] แทนลำดับชั้น 

(𝑖) แทนลำดับหน่วยในชั้น 
การทำงานของฟังก์ชันกระตุ้น (Activation Function) คือการแปลงผลรวมของการคูณกันระหว่าง

เมทริกซ์ค่าน้ำหนักและเมทริกซ์ค่าสัญญาณ และบวกด้วยค่าความเอนเอียง แล้วนำมาเปรียบเทียบกับเกณฑ์ 
(Threshold) ของฟังก์ชันกระตุ้นเพื่อให้อยู่ในรูปแบบที่โมเดลทำนายได้ง่าย หรือหากฟังก์ชันกระตุ้นอยู่ในชั้น
ข้อมูลส่งออกก็จะแปลงให้ค่าอยู่ในช่วงข้อมูลที่แปลงผลลัพธ์ได้ง่าย เช่น หากผลลัพธ์ออกมาเป็นค่าบวกจะให้ผล
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เป็นป้าย A หากผลลัพธ์ออกมาเป็นค่าลบจะให้ผลเป็นป้าย B เป็นต้น ทั้งนี้ฟังก์ชันกระตุ้นมีหลายประเภท ซึ่ง
สามารถเลือกใช้ให้เหมาะกับโครงสร้างโมเดลและโจทย์ (Nwankpa, Ijomah, Gachagan, & Marshall, 
2018) เช่น 

- ฟังก์ชันซิกมอยด์ (Sigmoid) เป็นฟังก์ชันที่ให้กราฟเส้นโค้งรูปตัว S (S-curve) โดยจะแปลงให้เป็นค่า
ระหว่าง [0, 1] ซึ่งนิยมใช้กับโมเดลโครงข่ายประสาทเทียมแบบวงวน (Recurrent Neural Network) 
หรือกับโมเดลที่ต้องการทำนายผลลัพธ์เป็นค่าความน่าจะเป็น  

𝜎(𝑥)  =  
1

(1 +  𝑒−𝑥 )
 

- ฟังก์ชันไฮเพอร์โบลิกแทนเจนต์ (Hyperbolic Tangent: tanh) เป็นฟังก์ชันที่จะให้กราฟเส้นโค้งรูป
ตัว S (S-curve) เช่นกัน แต่จะแปลงผลลัพธ์กลับมาเป็นค่าระหว่าง [-1, 1] ส่วนใหญ่ฟังก์ชันไฮเพอร์
โบลิกแทนเจนต์จะนิยมใช้ร่วมกับโมเดลโครงข่ายประสาทเทียมแบบวงวน (Recurrent Neural 
Network) 

𝑡𝑎𝑛ℎ(𝑥)  =  
𝑒2𝑥 − 1

𝑒2𝑥 + 1
 

- ฟังก์ชันเรคติไฟด์เชิงเส้น (Rectified Linear Unit: ReLU) จะแปลงผลลัพธ์กลับมาเป็นค่าระหว่าง  
[0, ∞) ซึ ่งนิยมใช้ในโมเดลโครงข่ายประสาทเทียมแบบคอนโวลูช ัน  (Convolutional Neural 
Network) 

𝑅𝑒𝐿𝑈(𝑥) = max (0, 𝑥) = { 
0  𝑥 ≤ 0
𝑥  𝑥 > 0

 

เป้าหมายของโมเดลคือการพยายามเรียนรู้ค่าน้ำหนักที่เหมาะสมในการจับคู่ ข้อมูลรับเข้ากับข้อมูล
ส่งออก อย่างไรก็ตาม การหาค่าน้ำหนักที ่เหมาะสมนั ้นสามารถมีได้หลายล้านพารามิเตอร์ และหาก
พารามิเตอร์ตัวใดตัวหนึ่งมีการเปลี่ยนแปลง ค่าของพารามิเตอร์ตัวอื่น ๆ จะถูกกระทบและเปลี่ยนแปลงด้วย 
ดังนั้น ในโมเดลการเรียนรู้เชิงลึก จึงมีฟังก์ชันสำหรับคำนวณค่าความต่างระหว่างผลลัพธ์ที่โมเดลทำนายกับ
ค่าที่แท้จริง เรียกว่า ฟังก์ชันสูญเสีย (Loss Function) เพื่อประเมินประสิทธิภาพของโมเดล เมื่อได้ค่าสูญเสีย 
(Loss) โมเดลจะนำค่านี้ไปผ่านอัลกอริทึมที่ใช้หาค่าน้ำหนักที่เหมาะสมที่สุด  (Optimization algorithm) เช่น 
การเคลื่อนลงตามความชัน (Gradient Descent), อดัม (Adam) เป็นต้น เพื่อหาค่าน้ำหนักที่ใช้ในแต่ละชั้น
ใหม่ วิธีการนำค่าน้ำหนักกลับไปปรับการประมวลผลใหม่นี้ เรียกว่า การแพร่ย้อนกลับ (Backpropagation) 
ซึ่งตรงข้ามกับการแพร่ไปข้างหน้า (Forward Propagation) ดังที่อธิบายไปในขั้นต้น ทั้งนี้ ตอนแรกเริ่มค่า
น้ำหนักจะเกิดจากการสุ่ม แต่เมื่อค่าน้ำหนักถูกปรับไปเรื่อย ๆ จนค่าสูญเสียลดน้อยลง ๆ ในแต่ละรอบการฝึก 
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(Epoch) โมเดลจะได้ค่าน้ำหนักที่ทำให้ค่าสูญเสียมีค่าน้อยที่สุด ซึ่งให้ผลลัพธ์ที่มีความน่าจะเป็นใกล้เคียงกับ
ค่าท่ีแท้จริงมากที่สุด หลักการทำงานของโมเดลการเรียนรู้เชิงลึกทั้งหมดแสดงในรูปที่ 2.2 

 
รูปที่ 2.2 กระบวนการทำงานโมเดลการเรียนรู้เชิงลึก (Chollet, 2018) 

2.5. โมเดลรูปแบบอื่น ๆ ของการเรียนรู้เชิงลึกที่ถูกใช้ในการประมวลผลภาษาธรรมชาติ 

ใน 2.3 ได้อธิบายการทำงานพื้นฐานของโมเดลการเรียนรู้เชิงลึก ซึ่งเป็นลักษณะโมเดลพื้นฐานที่
ประมวลผลในแต่ละชั้นจากหน้าไปหลัง หรือเรียกว่า โครงข่ายประสาทเทียมแบบแพร่ไปข้างหน้า (Feed 
Forward Neural Network) แต่โมเดลการเรียนรู้เชิงลึกยังมีโครงสร้างรูปแบบอื่น ๆ ที่มีจุดเด่นที่เหมาะกับ
งานเฉพาะด้านอีกมาก ดังนี้ 

 

โมเดลโครงข่ายประสาทเทียมแบบคอนโวลูช ัน (Convolutional Neural Network, CNN) ถูก
ออกแบบมาสำหรับการตรวจหารูปแบบทางความหมายที่อยู่ในประโยคให้ออกมาเป็นค่าสัญญาณโดยที่ไม่
จำเป็นต้องกำหนดรูปแบบให้โมเดลเหมือนการเก็บรูปแบบทางความหมายด้วยการกำหนดจำนวนคำที่ติดกัน N 
คำ (N-Gram) เช่น ในการจำแนกความรู้สึก (Sentiment Classification) ของข้อความ คำว่า “ดี” หรือ “แย”่ 
สามารถเป็นค่าสัญญาณหนึ่งที่ใช้ในการทำนายความหมายเชิงบวก/ลบของข้อความ โมเดล CNN จะหาค่า
สัญญาณเหล่านี้โดยการหาความคล้ายคลึงกันระหว่างค่าสัญญาณรับเข้า ซึ่งอาจเป็นเวกเตอร์ของคำในประโยค
ซ้อนกัน กับเมทริกซ์ฟิลเตอร์ (Filter) ผ่านการหาผลคูณเชิงสเกลาร์ (Dot Product) หรือค่าความคล้ายคลึง
โคไซน์ (Cosine Similarity) ในแต่ละตำแหน่งของประโยค กระบวนการนี้เรียกว่า คอนโวลูชัน (Convolution) 

ฟิลเตอร์ (Filter) หรือเคอร์เนล (Kernel) คือเมทริกซ์ขนาด h x d โดย h คือความกว้างของฟิลเตอร์
หรือจำนวนคำที่อยู่ติดกัน h คำในประโยค และ d คือขนาดของเวกเตอร์ค่าสัญญาณ ค่าตัวเลขต่าง ๆ ใน
ฟิลเตอร์ คือพารามิเตอร์หรือค่าน้ำหนักของโมเดลที่จะถูกปรับระหว่างการฝึกโมเดล จากรูปที่ 2.3 ฟิลเตอร์ 
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(เมทริกซ์สีแดง) มีขนาด 3 x 4 โดยผลลัพธ์จากผลรวมของการนำค่าในแต่ละตำแหน่งของเมทริกซ์ค่าสัญญาณ
และฟิลเตอรม์าทำการคูณ จะได้ผลลัพธ์เป็นเวกเตอร์ทางด้านขวา เช่น  

 

0.086 =  (0.60 𝑥 (−0.28))  +  (0.89 𝑥 (−0.08))  +  (0.82 𝑥 0.14)  
+  (0.44 𝑥 0.41)  +  (0.42 𝑥 0.16)  +  (0.62 𝑥 0.32)  
+  (0.42 𝑥 0.03)  +  (0.73 𝑥 0.15)  +  (0.53 𝑥 (−0.32))  
+  (0.59 𝑥 (−0.21))  +  (0.53 𝑥 (−0.14))  
+  (0.02 𝑥 0.50) 

รูปที่ 2.3 การทำกระบวนการคอนโวลูชัน ครั้งท่ี 1 

จากนั้นฟิลเตอร์จะทำการตรวจหาค่าสัญญาณให้ครอบคลุมทุกคำของประโยคโดยการเลื่อนลงตาม
จำนวนขั้นที่กำหนด (Stride) แล้วทำกระบวนการคอนโวลูชันเช่นเดิม จากรูปที่ 2.4 ฟิลเตอร์จะเลื่อนลงทีละ 1 
ขั้น สุดท้ายเมื่อเลื่อนมาจนครบทุกคำจะได้เวกเตอร์ผลลัพธ์ (Output) ที่รวมค่าความคล้ายคลึงกันไว้ ดังรูปที่ 
2.5 การใช้โมเดล CNN ในการประมวลผลภาษาธรรมชาติ ฟิลเตอร์จะเลื่อนเพียง 1 มิติ หรือ 1 ทิศทาง (1D-
convolution) เท่านั้น ซึ่งแตกต่างจากการใช้โมเดล CNN ในสาขาคอมพิวเตอร์วิทัศน์ (Computer Vision)  
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รูปที่ 2.4 การทำกระบวนการคอนโวลูชัน ครั้งท่ี 2 

 

 
รูปที่ 2.5 การทำกระบวนการคอนโวลูชันจนครบทุกตำแหน่งของประโยค 

ฟิลเตอร ์
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เมื่อฟิลเตอร์หนึ่งทำกระบวนการคอนโวลูชันจนครบทุกตำแหน่งแล้ว ขั้นตอนต่อไปที่สำคัญของโมเดล 
CNN คือการรวมค่าของเวกเตอร์ผลลัพธ์ให้เหลือเพียงค่าเดียว โดยการใช้ฟังก์ชันพูลลิ่ง (Pooling Function) 
กระบวนการนี้เรียกว่าพูลลิ่ง (Pooling) ซึ่งหนึ่งในวิธีที่นิยมใช้คือการเลือกค่าที่สูงที่สุดของเวกเตอร์ (Max 
pooling) ในขั้นตอนนี้เทียบได้กับการตรวจหาค่าสัญญาณในประโยคว่ามีอย่างน้อย 1 ตำแหน่งหรือไม่ที่
ใกล้เคียงกับฟิลเตอร์ หากค่าที่เป็นตัวแทนมีค่าสูง แสดงว่าเมทริกซ์หรือประโยคดังกล่าวมีความคล้ายกับ
ฟิลเตอร์ และขั้นตอนนี้จะทำให้ได้ผังค่าสัญญาณ (Feature map) ที่มีขนาดเท่ากัน แม้ว่าเมทริกซ์ค่าสัญญาณ
จะขนาดต่างกัน 

 
รูปที่ 2.6 การเลือกค่าที่สูงท่ีสดุของเวกเตอร์ (Max pooling) 

ทั้งนี้ การใช้โมเดล CNN ให้มีประสิทธิภาพควรจะใช้ฟิลเตอร์จำนวนมาก โดยฟิลเตอร์หนึ่งเมทริกซ์
แทนการหาค่าสัญญาณหนึ่งรูปแบบ แต่ละฟิลเตอร์สามารถมีขนาดต่างกันได้ เมื่อแต่ละฟิลเตอร์ดำเนิน
กระบวนการคอนโวลูชันจนครบทุกตำแหน่งของประโยค และเลือกค่าที่สูงที่สุดของเวกเตอร์ เพื่อให้ได้ค่า
สัญญาณ 1 ค่าต่อฟิลเตอร์ ค่าของแต่ละฟิลเตอร์จะถูกนำมารวมเป็นเวกเตอร์ผังค่าสัญญาณ ซึ่งสามารถนำไป
เป็นข้อมูลรับเข้าในชั้นอื่น ๆ ต่อไปได้ ดังแสดงในรูปที่ 2.7  

ฟิลเตอร์นี้ตรวจหาว่าเจอรูปแบบ 
คำเชิงบวก + ตรงไหน+ เหรอ 

หรือไม ่
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รูปที่ 2.7 กระบวนการใช้โมเดล CNN กับข้อความ (Zhang & Wallace, 2015) 

 

โครงข่ายประสาทเทียมแบบวงวน (Recurrent Neural Network, RNN) เป็นโมเดลที ่สามารถ
ประมวลผลข้อมูลที่มีการเรียงตัวเป็นลำดับแน่นอน อย่างเช่นคำเรียงตัวเป็นลำดับจากซ้ายไปขวาหรือจากขวา
ไปซ้ายในประโยค โดยไม่จำเป็นต้องกำหนดจำนวนคำในประโยคล่วงหน้า ทำให้โมเดลนี้มีประโยชน์อย่างมาก
ในการประมวลผลข้อมูลที่เป็นรูปประโยค โดยที่ผลลัพธ์ที่ได้จากโมเดลนี้สามารถนำไปใช้ในการจำแนกข้อความ 
(Text Classification) หรือนำมาใช้ในการกำกับชื ่อหรือชนิดของหน่วยภาษาในข้อความ (Sequence 
Labeling) เช่น การรู้จำชื่อเฉพาะ (Named-entity Recognition) เป็นต้น ส่วนประกอบสำคัญพื้นฐาน คือ 
เวกเตอร์ของคำที่ผ่านการเรียนรู้ของโมเดลด้วยชุดข้อมูลอื่น (Pretrained Word Embedding) เหมือนกับ
โมเดลการเรียนรู้เชิงลึกอ่ืน ๆ ที่ได้กล่าวถึงข้างต้น  
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รูปที่ 2.8 แผนภาพการกำกับช่ือหรือชนิดของหน่วยภาษาในข้อความของโมเดล RNN 

กรณีการนำโมเดล RNN มาประยุกต์ใช้กับการการกำกับชื่อหรือชนิดของหน่วยภาษาในข้อความ แต่
ละจุดในประโยค โมเดลจะได้เวกเตอร์กระตุ้นแอบแฝง (Hidden Activation) ออกมาซึ่งจะถูกนำไปใช้ในการ
จำแนกว่าคำในจุดนั้นควรจะได้รับป้ายกำกับใด นอกจากนั้นแล้วเวกเตอร์กระตุ้นแอบแฝงจะถูกนำไปเป็นข้อมูล
รับเข้าในการคำนวณของเวกเตอร์กระตุ้นแอบแฝงในจุดต่อไป โดยนำมาคำนวณร่วมกับเวกเตอร์ค่าสัญญาณ
จากตำแหน่งต่อไป ผลลัพธ์ของครั้งนี้จะถูกป้อนคืนไปใช้ในการคำนวณผลของครั้งต่อไป จึงเป็นที่มาของชื่อวง
วน (Recurrent) 

 

 
รูปที่ 2.9 แผนภาพการจำแนกข้อความของโมเดล RNN 

กรณีการนำโมเดล RNN ประยุกต์ใช้กับการจำแนกข้อความ (Text Classification) เวกเตอร์กระตุ้น
แอบแฝงในตำแหน่งสุดท้ายของประโยคนิยมถูกนำมาใช้เป็นเวกเตอร์ค่าสัญญาณในการทำนายป้ายกำกับของ
ข้อความนั้น เนื่องจากโมเดลถูกออกแบบเพื่อให้ประมวลผลคำทีละคำจากซ้ายไปขวา ซึ่งเวกเตอร์กระตุ้นแอบ
แฝงในตำแหน่งสุดท้ายเป็นตำแหน่งที่ได้พิจารณาความหมายของคำทุกคำ และรวบรวมประมวลผลให้อยู่ใน
เวกเตอร์ค่าสัญญาณเพียงแคอั่นเดียว  
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รูปที่ 2.10 แผนภาพการทำงานของโมเดล Vanilla RNN 

หนึ่งในโมเดลพื้นฐานที่มีโครงสร้างไม่ซับซ้อนของโมเดลแบบ RNN เรียกว่า Vanilla Recurrent 
Neural Network (Vanilla RNN) วิธีการทำงานของโมเดลดังกล่าวคือการนำ Word Embedding (x) มาต่อ
กับเวกเตอร์กระตุ้นแอบแฝง (Hidden Activation Vector: h) แล้วจึงนำมาคูณกับเมทริกซ์ค่าน้ำหนัก (Wh) 
และบวกด้วยเวกเตอร์ค่าความเอนเอียง (bh) ก่อนนำเข้าไปประมวลผลในฟังก์ชันกระตุ้นที่ไม่เป็นเชิงเส้นตรง 
(Non-linear Activation Function) เช่น ฟังก์ชันไฮเพอร์โบลิกแทนเจนต์ (Hyperbolic Tangent: tanh) ดัง
รูปที่ 2.10 ในลักษณะที่คล้ายกับโครงข่ายประสาทเทียมแบบแพร่ไปข้างหน้า สุดท้ายจะได้เวกเตอร์กระตุ้น
แอบแฝงของคำที่ตำแหน่งนั้นซึ่งได้ซึมซับข้อมูลจากตำแหน่งที่ผ่าน ๆ มาและข้อมูลจากคำที่อยู่ในตำแหน่ง
ปัจจุบัน ซึ่งจะถูกนำไปใช้คำนวณเวกเตอร์กระตุ้นแอบแฝง ในตำแหน่งถัดไป หรือนำไปใช้เป็นเวกเตอร์ค่า
สัญญาณในการทำนายป้ายกำกับได้ 

ปัญหาที่พบบ่อยของการใช้ Vanilla RNN ในลักษณะที่กล่าวไว้ข้างต้น คือ ระยะการหาค่าน้ำหนัก 
หรือเกรเดียน (Gradient) อาจมีขนาดเล็กหรือใหญ่จนเกินไป ทำให้ไโมเดลไม่สามารถเรียนรู้ ได้อย่างมี
ประสิทธิภาพสูงสุด เนื่องจากสูตรการคำนวณหาค่าน้ำหนักที่เหมาะสมที่สุด (Optimization) มีการคูณกัน
หลายขั้นตอนทำให้ตัวเลขที่มีค่าน้อยมีค่าลดลงไปเรื่อย ๆ จนราวกับไม่มีผลต่อการเรียนรู้ของโมเดล หรือตัว
เลขที่มีค่ามากก็จะถูกขยายเพิ่มขึ้นจนทำให้ค่าน้ำหนักมีค่าสูงจนระเบิด (Exploding Gradient) ในการใช้
โมเดล RNN จริง จึงนิยมใช้โมเดล RNN ชนิดหน่วยความจำระยะสั้นแบบยาว (Long-short Term Memory: 
LSTM) หรือชนิดหน่วยวงวนแบบมีประตู (Gated Recurrent Unit: GRU) ในการควบคุมค่าเกรเดียนให้อยู่
ในช่วงที่เหมาะสมทำให้โมเดลที่มีขนาดต่าง ๆ สามารถเรียนรู้เพ่ือหาขนาดของโมเดลที่มีประสิทธิภาพสูงสุดได้ 

RNN เป็นอีกหนึ่งโมเดลที่มีประสิทธิภาพสูงเนื่องจากสามารถเก็บความหมายจากข้อความโดยไม่อาศัย
ความกว้างของฟิลเตอร์เหมือนกับโมเดล CNN ในกรณีที่ฟิลเตอร์ของ CNN มีขนาด 3 คำ โมเดลจะไม่สามารถ
เก็บความหมายจากกลุ่มคำที่รวมกันแล้วมีความหมายใหม่ขนาด 4 คำขึ้นไปได้ ในทางตรงข้ามโมเดลแบบ 
LSTM เป็นโมเดล RNN แบบหนึ่ง จึงสามารถประมวลผลข้อความโดยปราศจากข้อจำกัดด้านจำนวนคำด้วย
การใช้เมทริกซ์ค่าน้ำหนักเดิมสำหรับทุกคำ ทุกตำแหน่งของประโยค บางครั้งโมเดล RNN แบบ GRU จะถูก
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นำมาใช้แทนโมเดลแบบ LSTM เนื่องจากสามารถประมวลผลได้เร็วกว่า ทั้งนี้ ทั้งสองโมเดลนั้นมีส่วนประกอบ
ที่สำคัญคือ (1) เซลล์จดจำ (Memory Cell) และ (2) โครงข่ายประตูควบคุมการไหลของข้อมูล (Gating 
Network) 

เซลล์จดจำ (c ในรูปที่ 2.11) จะเก็บจำความหมายที่ได้มาจากคำที่ประมวลผลมาแล้วเพื่อนำมาเป็น
บริบทในการประมวลผลคำถัดไป อีกมโนทัศน์หนึ่งที่เป็นจุดเด่นของโมเดล LSTM คือ การควบคุมการไหลของ
ข้อมูล (Gating) ซึ่งได้รับแรงบันดาลใจมาจากการต่อแผงวงจร ประตู (Gate) เป็นส่วนที่ปิดเปิดเพ่ือเลือกว่าจะ
นำส่วนใดจากคำใหม่เข้ามาเป็นส่วนหนึ่งของเซลล์จดจำและเวกเตอร์กระตุ้นแอบแฝง (h ในรูปที่ 2.11) ทำให้
โมเดลนี้มีความหลากหลายมากขึ้น แม้โมเดลจะสามารถถูกออกแบบให้มีรายละเอียดต่างกันได้ แต่ส่วนที่สำคัญ
ที่สุดคือการมีประตูเลือกลืม (Forget Gate) เพื่อเลือกส่วนที่จะนำเข้ามาเพิ่มเติม และผสมกับความหมายที่
ประมวลผลมาแล้ว โมเดล LSTM จะประมวลผลคำจากซ้ายไปขวา เมื่อประมวลผลครบทุกคำแล้วจะได้
เวกเตอร์กระตุ้นแอบแฝงตำแหน่งล่าสุด ซึ่งเป็นเวกเตอร์เก็บข้อมูลระดับประโยค (Sentence Embedding) ที่
จะถูกนำไปใช้ในการจำแนกข้อความต่อไป คล้ายคลึงกับโครงข่ายประสาทเทียมเฉลี ่ยเชิงลึก (Deep 
Averaging: DAN) และโครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Network: CNN) 

 
รูปที่ 2.11 แผนภาพโมเดล LSTM (Ismail, Wood, & Bravo, 2018) 
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LSTM มีการประมวลผลคำแต่ละคำ โดยใช้สมการดังนี้ (Ismail, Wood, & Bravo, 2018) 

 
 

- σ คือ ฟังก์ชันซิกมอยด์โลจิสติก (Logistic Sigmoid Function)  

- ⊙ คือ ผลคูณแบบ Hadamard (การหาผลคูณแบบมิติต่อมิติ) 
- Wi Wf Wo Wc คือ เมทริกซ์ค่าน้ำหนักแบบวงวน (Recurrent Weight Matrix) ของประตูเลือกรับ 

(Input Gate) ประตูเลือกลืม (Forget Gate) ประตูเลือกส่ง (Output Gate) และประตูเลือกข้อมูล 
(Input Modulate Gate) ตามลำดับ 

- bi bf bo bc คือ ค่าความเอนเอียงของประตูเลือกรับ (Input Gate) ประตูเลือกลืม (Forget Gate) 
ประตูเลือกส่ง (Output Gate) และประตูเลือกข้อมูล (Input Modulate Gate) ตามลำดับ 

- ht คือ เวกเตอร์กระตุ้นแอบแฝงที่คำนวณมาจากคำที่ t ของข้อความนี้ 
- it, ft, ot, c~t ct คือประตูเล ือกรับ ( Input Gate) ประตูเล ือกลืม (Forget Gate) ประตูเล ือกส่ง 

(Output Gate) ประตูเล ือกข ้อม ูล ( Input Modulate Gate) และเซลล์จดจำ (Memory Cell) 
ตามลำดับ ซึ่งเป็นเวกเตอร์ที่มีขนาดเท่ากันทั้งหมด  

 
รูปที่ 2.12 แผนภาพการทำงานของโมเดล Bi-directional RNN 
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โมเดล RNN (Vanilla RNN และ LSTM) ล้วนสามารถนำมารันได้สองทิศทาง ทำให้แต่ละจุดมี 
เวกเตอร์กระตุ้นแอบแฝงที่คำนวณจากซ้ายไปขวาและขวาไปซ้าย เวกเตอร์กระตุ้นแอบแฝงที่ได้จากโมเดลแบบ
สองทิศทางคือผลจากการนำเวกเตอร์กระตุ้นแอบแฝงจากทั้งสองทิศทางนี้มาต่อกันเป็นเวกเตอร์เดียว จากนั้น
เวกเตอร์นี้จะสามารถเป็นเวกเตอร์ค่าสัญญาณสำหรับใช้ในการคำนวณป้ายกำกับในจุด ๆ นั้นได้ 

2.6. โมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (Bidirectional Encoder 

Representations from Transformers: BERT) 

โมเดลที่กล่าวมาทั้งหมดข้างต้นมีการใช้เวกเตอร์ของคำที่ผ่านการเรียนรู้ของโมเดลด้วยชุดข้อมูลอ่ืน 
(Pretrained Word Embeddings) มาช่วยในการฝึกโมเดล โดยการนำเข้าความรู้ในระดับคำศัพท์เข้ามาเป็น
ค่าตั้งต้นของโมเดล ทำให้โมเดลมีความรู้เกี่ยวกับคำศัพท์ของภาษานั้น ๆ ก่อนที่จะทำการฝึกโมเดล แต่โมเดล
อย่างโครงข่ายประสาทเทียมแบบคอนโวล ูช ัน (Convolutional Neural Network: CNN) และโมเดล
หน่วยความจำระยะสั้นแบบยาว (Long-short Term Memory: LSTM) มีพารามิเตอร์อีกจำนวนมากที่ไม่ได้มี
การตั้งค่าตั้งต้นก่อนการฝึกโมเดล อัลกอริทึมรูปแบบใหม่จึงถูกพัฒนาขึ้นเพื่อให้โมเดลสามารถใช้กระบวนวิธี
ถ่ายทอดการเรียนรู้ (Transfer Learning) กล่าวคือ โมเดลจะเรียนรู้จากชุดข้อมูลหนึ่งมาในระดับหนึ่ง แล้วจึง
ให้โมเดลเรียนรู้กับข้อมูลเฉพาะทางที่มีจำนวนน้อยกว่าต่อไปอีก ทำให้โมเดลไม่ต้องเริ่มเรียนรู้จากศูนย์ และ
ส่งผลให้โมเดลมีประสิทธิภาพสูงขึ้นถึงแม้ว่าขนาดของข้อมูลเฉพาะทางอาจจะไม่ใหญ่มาก 

โมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (Bidirectional Encoder Representations 
from Transformers: BERT) เป็นโมเดลแบบใช้กระบวนวิธีถ่ายทอดการเรียนรู้ประเภทหนึ่ง ตัวของโมเดลเอง
มีลักษณะคล้ายกับโมเดลการเรียนรู้เชิงลึก (Deep Learning) ทั่วไป คือ การซ้อนเครือข่ายหลายชั้น แต่ละชั้น
จะเป็นโมดูลที่มีลักษณะเหมือนกันซึ่งมีชื่อว่าทรานส์ฟอร์มเมอร์ (Transformer) ทำหน้าที่เป็นตัวเข้ารหัสโดย
อาศัยบริบทของคำทั้งสองทิศทาง จึงเป็นที่มาของชื่อโมเดล 

โมเดล BERT ประกอบด้วยโมเดล Transformer ต่อกันทั้งหมด 12 ชั้น  Transformer แต่ละชั้นจะมี
โครงสร้างแบบเดียวกันรับข้อมูล (input) ที่เป็น Word Embedding ของแต่ละคำที่อยู่ในข้อความ และส่ง
ข้อมูลออก (output) ไปเป็น Word Embedding ที่ผ่านการประมวลผลให้นำบริบทของคำอื่น ๆ ในข้อความ
มาวิเคราะห์ร่วมด้วย กลไกที่ใช้ในการคำนวณหา Word Embedding โดยผ่าน Transformer เรียกว่า Self-
attention ซึ่งเป็นการหา Word Embedding ของคำแต่ละคำโดยการเฉลี่ยแบบถ่วงน้ำหนักของคำทั้งหมดที่
อยู่ในประโยคนั้น ค่าน้ำหนักที่ให้กับ Word Embedding แต่ละคำเรียกว่า Attention ซึ่งคำนวณด้วยการใช้
ค่า Word Embedding ทั้งหมด 3 ชุด ได้แก่ 

• Query เป็น Word Embedding ของคำที่เราต้องการวิเคราะห์ และคำนวณหา Embedding เพ่ือนำ
ออกมาเป็นข้อมูลส่งออก (output) 
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• Key เป็น Word Embedding ของคำอ่ืน ๆ ที่อยู่ในข้อความ 

• Value เป็น Word Embedding ที่ใช้ในการคำนวณค่าเฉลี่ยแบบถ่วงน้ำหนัก เพื่อนำออกมาเป็น 
ข้อมูลส่งออก (output) 
ด้วยเหตุนี้ใน Transformer หนึ่งชั้นจะมี Embedding สามชุดสำหรับคำทุกคำที่มีอยู่ในรายการ

คำศัพท์ของโมเดล ทั้งนี้ เพื่อประหยัดจำนวนพารามิเตอร์ของโมเดล Query, Key, หรือ Value Embedding 
(q, k, v) จะไม่ถูกสร้างให้เจาะจงสำหรับแต่ละคำในรายการคำศัพท์ แตจ่ะคำนวณหาเวกเตอร์ Query โดยการ
แปลงเชิงเส้น (Linear Transformation)  กล่าวคือ การนำ Word Embedding ของคำที่ต้องการหาเวกเตอร์ 
Query มาคูณกับเมทริกซ์ค่าน้ำหนักสำหรับ Query (WQ) ส่วนการคำนวณหาเวกเตอร์ Key และเวกเตอร์ 
Value นั้นใช้กระบวนการแปลงเชิงเส้น โดยการคูณด้วยเมทริกซ์ค่าน้ำหนักสำหรับ Key (WK) และเมทริกซ์ค่า
น้ำหนักสำหรับ Value (WV) ตามลำดับ ดังนั้น โมดูล Self-attention หนึ่งโมดูลต้องใช้พารามิเตอร์จำนวน 3 
เมทริกซ์ ได้แก่ WQ WK และ WV  ดังรูปที่ 2.13 โดยสามารถเขียนสูตรการคำนวณได้ ดังนี้   

qi = WQ xi 

ki = WK xi 

vi = WV xi 
โดยที่ xi qi ki vi เป็น Word Embedding, เวกเตอร์ Query, เวกเตอร์ Key และเวกเตอร์ Value 

ตามลำดับ 

 
รูปที่ 2.13 แผนภาพการคำนวณเวกเตอร์ Query เวกเตอร์ Key และเวกเตอร์ Value ของแต่ละคำทีป่รากฏในข้อความ 

(Alammar, 2018) 

หลังจากที่ได้เวกเตอร์ Query, เวกเตอร์ Key และเวกเตอร์ Value ของทุกคำในข้อความแล้ว การ
คำนวณ Attention ของคำแต่ละคำที่อยู่ในข้อความได้มาจากการหาผลคูณเชิงสเกลาร์ (Dot Product) ของ
เวกเตอร์ Query และเวกเตอร์ Key ดังรูปที่ 2.14 
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รูปที่ 2.14 แผนภาพการคำนวณ attention ของคำที่อยู่ใกล้เคียง (Alammar, 2018) 

ยกตัวอย่างประโยคที่มีคำว่า Thinking Machines เป็นจำนวน 2 คำ ขั ้นตอนแรกเริ ่มจากการ
คำนวณหา Embedding ของคำว่า Thinking ที่อยู่ในประโยคนี้โดยการหาผลคูณเชิงสเกลาร์ของเวกเตอร์ 
Query ของคำว่า Thinking และเวกเตอร์ Key ของคำว่า Machines แล้วจะได้ผลลัพธ์ออกมาเป็นค่า 
Attention ของคำว่า Thinking ที่ให้กับคำว่า Machines จากนั้นหาผลคูณเชิงสเกลาร์ของเวกเตอร์ query 
ของคำว่า Thinking และเวกเตอร์ Key ของคำว่า Thinking แล้วจะได้ผลลัพธ์ออกมาเป็นค่า Attention ของ
คำว่า Thinking ที่ให้กับคำว่า Thinking (ซึ่งเป็นที่มาของคำว่า Self-attention) เมื่อกระบวนการนี้เสร็จสิ้น 
ขั้นตอนต่อไปคือการคำนวณหา Embedding ตัวใหม่ของคำว่า Thinking โดยนำ เวกเตอร์ value ของคำว่า 
Thinking มาเฉลี่ยกับเวกเตอร์ Value ของคำว่า Machines โดยถ่วงการหาค่าเฉลี่ยด้วยค่า Attention ที่คำว่า 
Thinking ให้กับตัวเอง และให้กับคำว่า Machines ตามลำดับ กลไก Self-attention จึงเปรียบเสมือนการ
วิเคราะห์ความหมายของคำแต่ละคำ โดยต้องนำคำที่อยู่รอบ ๆ มาวิเคราะห์ร่วม และไม่ใช่ทุกคำจะมีบทบาท
ในการแปลความหมายเท่ากันหมด กลไกนี้จึงเป็นกลไกที่มีประสิทธิภาพมากที่ทำให้เครื่องได้เรียนรู้ว่าคำใดควร
วิเคราะห์ร่วมกับคำใดบ้าง จึงจะเข้าใจความหมายของคำ ๆ นั้น และความหมายโดยรวมของทั้งประโยคได้  
 

  

รูปที ่2.15 แผนภาพการประกอบสร้าง Word Embedding ใหม่จาก Attention และเวกเตอร์ Value  (Alammar, 2018) 
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การคำนวณค่า Attention สามารถเขียนเป็นสูตรได้ดังนี้ สมมติว่า xi เป็น word embedding ของ
คำที่ i ทีถู่กป้อนผ่านกระบวนการ Self-attention แล้ว และ xj เป็น Word Embedding ของคำที่อยู่รอบ ๆ  

𝑎𝑗 =  𝑠𝑜𝑓𝑡𝑚𝑎𝑥(Σ𝑗𝑞𝑖  ⋅ 𝑘𝑗) 
𝑧𝑖 = Σ𝑗𝑣𝑗 ⋅ 𝑎𝑗  

  โดยที่ aj คือค่า Attention ที่ให้กับคำที ่ j ในข้อความ และ softmax คือ ฟังก์ชัน softmax ที่
คำนวณลงไปบนคำแต่ละคำในประโยค ส่วน zi คือ Word Embedding ตัวใหม่ที ่ได้จากการคำนวณจาก
เวกเตอร์ Value (vj) ท่ีอยู่รอบ ๆ  

สถาปัตยกรรม Transformer ที่ใช้โดยโมเดล BERT อาศัยการทำ Self-attention ในลักษณะดังกล่าว
กับทุกคำที่อยู่ในข้อความเพื่อให้ได้ Word Embedding ชุดใหม่สำหรับทุกคำ เพื่อนำไปประมวลผลต่อและส่ง
ให้ Transformer ชั ้นอื ่น ๆ ได้ประมวลผลต่อด้วยสมการเดียวกัน แต่ชุดพารามิเตอร์ Query, Key, และ 
Value นั้นมีค่าต่างกันทุกชั้น และจะถูกปรับแต่งให้เป็นค่าที่สามารถให้  Word Embedding ที่เป็นประโยชน์
โดยกระบวนการเรียนรู ้จากข้อมูลชุดอื ่นมาก่อน (pretraining) นอกเหนือจาก Self-attention แล้ว  
Transformer ยังมีการใช้ส่วนประกอบอื่น ๆ เข้ามาช่วยในการแปลงค่าด้วย 

 
รูปที่ 2.16 แผนภาพการเข้ารหัสของตำแหน่งคำ และการบวกและการปัดให้เป็นคา่ปกติ (Alammar, 2018) 

การเข้ารหัสของตำแหน่งคำ (Positional Encoding) คือการทำให้ค่าของ Embedding เปลี่ยนแปลง
ไปตามตำแหน่งที่เกิดขึ้น การใช้ Self-attention ไม่ได้คำนึงถึงตำแหน่งและลำดับคำซึ่งมีผลมากต่อการแปล
ความทางความหมาย Positional Encoding จึงมีบทบาทสำคัญในการทำให้โมเดลเข้าใจความหมายมากขึ้น 
Positional Encoding เป็นผลรวมของคลื่นไซน์หลาย ๆ ความถี่เข้าไว้ด้วยกันเป็น Embedding เดียว โดยที่
ค่าของ Embedding สามารถถูกแปลงเป็นตำแหน่งของคำได้ เมื่อนำ Positional Encoding Embedding มา
บวกกับ Word Embedding เด ิม แล้วจะได้ค่า Word Embedding ใหม่ที่สามารถนำไปคำนวณ Self-
attention ต่อไป 
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ผลลัพธ์จาก Self-attention ไม่ใช่ข้อมูลส่งออก (output) ของ Transformer โดยตรง ผลลัพธ์จาก 
Self-attention จะถูกนำมาบวกกับข้อมูลรับเข้า (input) และปัดให้เป็นค่าปกติ (add & normalization) 
เพื่อไม่ให้ผลลัพธ์เปลี่ยนไปจากเดิมมากเกินไป จากนั้นผลลัพธ์จะถูกส่งให้ โครงข่ายประสาทเทียมแบบแพร่ไป
ข้างหน้า (Feedforward Neural Network) เพื่อแปลงค่า Embedding แต่ละค่าผ่านการแปลงแบบไม่เป็น
เชิงเส้นตรง (Non-linear Transformation) อีกหนึ่งรอบ จากนั้นจะใช้กระบวนการ add and normalization 
อีกหนึ่งครั้งก่อนที่จะนำผลลัพธ์สุดท้ายออกมาเป็นข้อมูลส่งออก (output) ของ Transformer ซึ่งอาจจะถูก
ส่งไปประมวลผลโดย Transformer ชั้นต่อไป  

จะสังเกตได้ว่าสถาปัตยกรรม Transformer หนึ่งชั้นประกอบด้วยพารามิเตอร์จำนวนมาก และเมื่อ
โมเดล BERT ใช้ Transformer ถึง 9 – 12 ชั้น ทำให้โมเดลต้องฝึกด้วยพารามิเตอร์จำนวนมหาศาล กระบวน
ที่สำคัญของการใช้โมเดลประเภทนี้ คือ กระบวนการ Pretraining ที่ให้พารามิเตอร์ของโมเดลทั้งหมดเรียนรู้
ข้อความดิบปริมาณหลายหมื่นล้านตัวอักษร เพื่อทำให้โมเดลนั้นมีความรู้เกี ่ยวกับภาษามาก่อนที่จะนำไป
ประยุกต์ใช้กับงานอ่ืน ๆ ที่เฉพาะเจาะจงลงไป เมื่อปริมาณของข้อมูลมากกว่าจำนวนพารามิเตอร์มาก ๆ โมเดล
สามารถสกัดเอาความรู ้ของข้อมูลและบีบอัดข้อมูลเข้ามาไว้ในโมเดลโดยที่ไม่ ทำให้เกิดปัญหาที่โมเดลมี
ประสิทธิภาพดีเฉพาะในข้อมูลชุดฝึก (Overfitting) กระบวนการ pretraining นี้คล้ายคลึงกับการฝังคำ (Word 
Embedding) แต่ความแตกต่างที่สำคัญคือ BERT จะเรียนรู้ความหมายของคำศัพท์ผ่านการฝังคำ (Word 
Embedding) และการตีความหมายของคำ ประโยค และคู่ประโยคในบริบทไปพร้อม ๆ กัน เพราะฉะนั้น
โมเดล BERT บางครั้งเรียกว่า การฝังคำแบบใช้บริบทประกอบ (Contextualized Word Embeddings) การ
ฝังคำประเภทนี้เป็นการพัฒนาจากแบบเก่า คือ ทำให้เครื่องเข้าใจความหมายของคำได้ดีขึ้น โดยเฉพาะอย่างยิ่ง
ในกรณีที่คำมีหลายความหมาย และความหมายอาจจะกำกวม นอกจากนั ้นแล้วยังได้การฝังประโยค 
(Sentence Embedding) ซึ ่งเป็นหน่วยที ่สกัดความหมายของทั ้งประโยคมาเก็บเอาไว้แยกกับการฝังคำ 
เพราะฉะนั้นการฝังประโยคนั้นสามารถนำไปป้อนเข้าโมเดลอื่น ๆ เช่น โมเดลแยกประเภทของข้ อความ เพ่ือ
สร้างระบบการทำงานอื ่น ๆ ที ่เจาะจงมากขึ ้น กล่าวโดยสรุปคือ เมื ่อป้อนข้อความเข้าสู่ BERT ที่ผ่าน
กระบวนการ Pretraining แล้ว ผลลัพธ์ที ่ได้ออกมาคือ Contextualized Word Embedding ทุกคำ และ 
Sentence Embedding ของทั้งประโยคพร้อมกัน และสามารถนำผลเหล่านั้นไปใช้ในงานอื่น ๆ ได้ 

Masked Language Modeling เป็นหนึ่งในงานที่สำคัญที่สุดในการฝึกโมเดลให้ Transformer มี
ความรู้เกี่ยวกับคำศัพท์ทุกคำที่พบเจอในคลังข้อมูล รวมถึงการฝึกให้ Transformer มีความสามารถในการ
ประมวลผลความหมายของคำศัพท์ที่อยู่ในบริบทของประโยคที่อาจจะไม่เคยพบเห็นมาก่อน เทคนิควิธีการทำ 
Masked Language Modeling แท้จริงแล้วคล้ายคลึงกับอัลกอริทึม word2vec (Continuous bag-of-
word) กล่าวคือ การนำข้อความจากข้อมูลดิบที่ดึงมาจากแหล่งต่าง ๆ หลังจากนั้นให้สุ ่มคำ 15% ของคำ
ทั้งหมดและแทนค่าด้วยสัญลักษณ์ [MASK] แล้วให้ป้อนคำทั้งหมดที่อยู่ในข้อความนั้นเข้าสู่ Transformer ชั้น
ต่าง ๆ เพื่อคำนวณ Word Embedding ที่จะนำไปเป็นข้อมูลรับเข้าให้กับ Transformer ชั้นถัดไป โมเดล 
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BERT จะใช้ Transformer จำนวนทั้งหมด 9 ชั้นสำหรับชุดพื้นฐาน (BERT base) และใช้จำนวนทั้งหมด 12 
ชั้นสำหรับชุดใหญ่ เมื่อคำแต่ละคำได้ถูกประมวลผลผ่านครบทุกชั้นแล้ว ผลลัพธ์ที่ได้คือ Word Embedding 
ตัวสุดท้ายที่เก็บเอาความหมายของคำที่ถูกวิเคราะห์ในบริบทของประโยคนั้น  โดย Word Embedding ของ 
[MASK] จะถูกนำไปต่อกับโครงข่ายประสาทเทียมแบบแพร่ไปข้างหน้า เพ่ือทำนายว่าคำที่ถูกปิดไว้ที่แท้จริงคือ
คำว่าอะไร เพราะฉะนั้น Word Embedding และ Transformer จะต้องทำหน้าที่สกัดเอาความหมาย และ
บริบทให้มีประสิทธิภาพมากที่สุดเพื่อที่จะสามารถทำนายคำที่ปิดไว้ได้อย่างแม่นยำ ซึ่งเป็นแนวคิดเดียวกับ
โมเดล Continuous bag-of-word ท่ีไดอ้ธิบายมาแล้วข้างต้น หากแต่ว่า Transformer มีการใช้บริบทของทั้ง
ประโยคเข้ามาช่วย  

 

 
รูปที่ 2.17 แผนภาพกระบวนการ Pretraining โมเดล BERT โดยการใช้ Masked Language Modeling Task  

(Alammar, 2018) 

กระบวนการ Pretraining มักจะทำกับข้อมูลดิบขนาดอย่างน้อยพันล้านคำ เนื ่องจากโมเดล 
Transformer ประกอบด้วยพารามิเตอร์จำนวนมหาศาล โดยโมเดล BERT ชุดพื้นฐานมีจำนวนพารามิเตอร์
ทั้งหมด 110 ล้านตัว ในขณะที่โมเดล BERT ชุดใหญ่มีจำนวนพารามิเตอร์ทั้งหมด 340 ล้านตัว ทำให้ต้องใช้
เวลา Pretraining เป็นเวลา 12 วัน ด้วยเครื่องคอมพิวเตอร์ที่มี GPU รุ่น V100 ซึ่งเป็นการ์ดคำนวณที่มีพลัง
การคำนวณสูงมาก มีราคาแพงมาก และต้องใช้เครื่องคอมพิวเตอร์ลักษณะนี้ถึง 8  เครื่องจึงสามารถฝึกโมเดล
ได้เสร็จในกรอบเวลาที่สมเหตุสมผล เพราะฉะนั้น BERT ไม่ใช่โมเดลที่จะสามารถสร้างขึ้นมาได้ง่าย อย่างไรก็
ตาม ข้อดีคือเมื่อโมเดลถูก Pretraining เรียบร้อยแล้วจะสามารถนำไปประยุกต์ใช้กับงานทางภาษาในรูปแบบ
ต่าง ๆ ได้มากมาย เพราะความรู้ที่เกิดขึ้นจากกระบวนการนี้สามารถถูกถ่ายทอดไปสู่งานอื่น ๆ ที่เจาะจงไป
มากกว่าการทำนายคำที่ถูกสุ่มออกมาซ่อนไว้ หนึ่งในวิธีที่สามารถทำการถ่ายทอดความรู้ได้คือ การปรับจูนให้
เหมาะสม (Fine-tuning) ที่เป็นกระบวนการที่ BERT จะถูกนำไปใช้ในการเรียนรู้แบบมีผู้สอน (Supervised 
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Learning) กล่าวคือ มีข้อมูลที่มีตัวอย่างเตรียมไว้อย่างชัดเจนแล้วว่าข้อมูลรับเข้าและข้อมูลส่งออกคืออะไร แต่
ข้อมูลที่มีอาจมีจำนวนไม่มาก และไม่เหมาะกับการใช้โมเดลที่ไม่มีการ Pretraining และการถ่ายทอดความรู้  

 
รูปที่ 2.18 แผนภาพกระบวนการ Fine-tuning เพื่อถ่ายทอดความรูจ้ากโมเดลที่ถูกเทรนมาก่อนส่วนหนึ่ง (Alammar, 2018) 

โมเดล BERT อาจจะถูกนำไปประยุกต์ใช้ได้หลากหลายรูปแบบ เนื่องจากโมเดลถูกจัดว่าเป็นตัวสกัด
ค่าสัญญาณ (Feature Extractor) ชนิดหนึ่ง กล่าวคือ เมื่อป้อนข้อความเข้าไปให้โมเดล ข้อความจะถูกเข้ารหัส
ให้เป็น Embedding ทั ้งระดับคำ ประโยค และคู ่ประโยค หากเราต้องการหา Embedding ที่เก็บนำ
ความหมายไปใช้ในงานอื่น ๆ เช่นการจำแนกข้อความ (Text Classification) เราสามารถนำค่า Embedding 
นั ้นไปใช้เป็น เวกเตอร์ค่าส ัญญาณ (Feature Vector) สำหรับโมเดลการถดถอยโลจิสต ิก (Logistic 
Regression) ได้โดยทันที แต่ว่าความแม่นยำจะยิ่งสูงขึ้นได้ถ้าเราตั้งค่าให้โมเดล BERT ถูกฝึกไปพร้อมกับ
โมเดลการถดถอยโลจิสติก โมเดล BERT ที่ถูกฝึกมาล่วงหน้าผ่านข้อมูลหลายพันล้านคำแล้วจะถูกปรับจูนต่อไป
อีกให้เข้ากับบริบทของงานนั้นๆ เราจึงเรียกว่าขั้นการปรับจูน (Fine-tuning) ซึ่งเปรียบเทียบได้ว่าโมเดลได้ถูก
ฝึกให้เข้าใจความหมายของคำศัพท์ทั้งแบบปราศจากบริบทและแบบมีบริบท รวมถึงกฎไวยากรณ์ต่าง ๆ ที่
ส่งผลต่อการตีความหมายของคำ และความหมายของประโยค จากนั้นเราจึงนำโมเดลที่มีความรู้ทางด้านภาษา
เรียบร้อยแล้วมาฝึกทำงานต่าง ๆ ที่มีความเฉพาะด้านมากขึ้น และปรับความรู้ทางภาษาไปด้วยในเวลาเดียวกัน 
ซึ่งทั้งหมดนี้เป็นจุดแข็งของโมเดล BERT ที่ทำให้เกิดการปฏิวัติการประมวลผลภาษาธรรมชาติ ในปัจจุบันการ
ประมวลผลภาษาธรรมชาติมักจะมีจุดเริ่มต้นที่การฝึกโมเดลมาล่วงหน้าก่อนที่จะถ่ายทอดความรู้ภาษาจากที่
เคยเป็นความรู้รอบ ความรู้กว้าง เข้ามาสู่งานที่เฉพาะด้านจะเป็นแกนกลางของระบบทำความเข้าใจภาษา
ต่อไป  

2.7. การเรียนรู้ด ้วยข้อมูลจำนวนน้อย (Few-Shot Learning) และการเรียนรู้โดย

ปราศจากข้อมูลปฐมภูมิ (Zero-Shot Learning) 

ในปัจจุบันการสร้างโมเดลด้วยเทคนิคการเรียนรู้ของเครื่องจำเป็นต้องใช้ชุดข้อมูลขนาดใหญ่สำหรับ
การปรับค่าน้ำหนักและค่าความเอนเอียงของโมเดล เพ่ือให้ได้ผลการทำนายที่ใกล้เคียงกับผลจริงมากที่สุด หรือ
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ก็คือการลดค่าสูญเสีย (Loss) และเพ่ิมค่าความแม่นยำ (Accuracy) กล่าวคือ หากข้อมูลที่ใช้ในการฝึกโมเดลมี
จำนวนมากพอ จะส่งผลให้โมเดลที่ได้มีความสามารถในการทำนายผลที่แม่นยำมากขึ้น แต่การฝึกโมเดลด้วย
ข้อมูลขนาดใหญ่มีข้อเสียด้านต้นทุนในการเตรียมชุดข้อมูลที่สูง เช่น ค่าใช้จ่ายในการรวบรวมข้อมูล  ค่าใช้จ่าย
ในการทำความสะอาดข้อมูล รวมถึงเวลาในการฝึกโมเดลที่สูงขึ้น เป็นต้น การเรียนรู้ด้วยข้อมูลจำนวนน้อย 
(Few-shot Learning) และการเรียนรู้โดยปราศจากข้อมูลปฐมภูมิ (Zero-shot Learning)  จึงเป็นวิธีหนึ่งที่
เข้ามาช่วยลดต้นทุนในการพัฒนา โดยจะอาศัยการเรียนรู้จากข้อมูลที่มีหรือข้อมูลในโดเมน (Domain) ที่จำกัด
เพ่ือนำไปประยุกต์ใช้กับโดเมนอื่น ๆ ยกตัวอย่างเช่น ในงานวิจัยนี้แม้โมเดลจะเรียนรู้จากชุดข้อมูลของกฎหมาย
ละเมิด ทำให้สามารถทำนายผลการเลือกกฎหมายละเมิดได้ด้วยความแม่นยำที่ค่อนข้างสูง โมเดลนี้จะยัง
สามารถถูกนำไปใช้ในการเลือกกฎหมายแพ่งหรือพาณิชย์ที่เกี่ยวข้องอื่น  ๆ ซึ่งเป็นข้อมูลใหม่ที่โมเดลไม่เคย
เรียนรู้ได้อย่างแม่นยำไดใ้นระดับหนึ่ง เป็นต้น  

ทั้งนี้ การเรียนรู้ในลักษณะนี้เป็นการเรียนรู้ที่ใกล้เคียงการเรียนรู้ของมนุษย์มาก กล่าวคือ มนุษย์จะใช้
วิธีเรียนรู้และจดจำจากสิ่งที่ตนเองเห็นเพียงไม่กี่ตัวอย่างก็สามารถแยกแยะข้อมูลได้ เช่น การแยกตัวเลขที่เกิด
จากลายมือ มนุษย์สามารถแยกได้ด้วยการเรียนรู้ไม่ก่ีภาพ แต่สำหรับเทคนิคการเรียนรู้ของเครื่องจำเป็นต้องใช้
ภาพตัวอย่างจำนวนมากเพ่ือให้โมเดลเรียนรู้ โดยแนวคิดนี้ถูกนำเสนอในโมเดลของการจดจำด้วยภาพ (Image 
Recognition) (Koch, Zemel, & Salakhutdinov, 2015) หลักการทำงานของโมเดลคือการเรียนรู้และสกัด
ค่าสัญญาณต่าง ๆ ของภาพและนำมาเปรียบเทียบหาความคล้ายจากระยะห่างระหว่างภาพในปริภูมิเวกเตอร์ 
(Vector Space) เพื่อหาความเหมือนความต่างของภาพและทำนายว่าภาพที่เป็นข้อมูลรับเข้านั้นเหมือนหรือ
ต่างกัน ซึ่งการทำนายนี้เป็นการทำนายแบบจำแนกข้อมูลสองประเภท (Binary Classification) เมื่อโมเดล
เรียนรู้จนเสร็จแล้ว ก็จะถูกทดสอบด้วยคู่ของภาพที่โมเดลไม่เคยเห็นมาก่อนและให้โมเดลทำนายว่าภาพนั้น
เหมือนหรือแตกต่างกัน โมเดลจะค้นหาค่าสัญญาณของทั้งสองภาพ จากนั้นจึงเปรียบเทียบค่าสัญญาณทั้งคูว่่า
ตรงกันหรือไม่ หากตรงกันหรือมีความคล้ายคลึงกัน โมเดลจะทำนายว่าเป็นภาพที่ใกล้เคียง แต่หากไม่มีความ
คล้ายคลึงกัน โมเดลจะทำนายว่าเป็นภาพที่ไม่ใกล้เคียง ตัวอย่างการทำงานของโมเดลเป็นดังรูปที่ 2.19 
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รูปที่ 2.19 แผนภาพแสดงการทำงานของโมเดล (Koch, Zemel, และ Salakhutdinov, 2015)  

ในกรณีการเรียนรู้ด้วยข้อมูลจำนวนน้อย ทางคณะผู้วิจัยจะฝึกโมเดลด้วยข้อมูลนำเข้าที่เป็นประมวล
กฎหมายแพ่งและพาณิชย์ที่เกี่ยวข้องกับคดีละเมิด โดยจะทำการสุ่มเลือกบางกฎหมายให้มีขนาดของชุดข้อมูล
ตัวอย่างเพียง 1 หรือ 2 ข้อมูลตัวอย่าง และจะแบ่งข้อมูลส่วนที่เหลือไว้สำหรับทดสอบ เมื่อโมเดลเรียนรู้เสร็จ
แล้ว ทางคณะผู้วิจัยจะใช้ข้อมูลทดสอบทั้งหมดเพ่ือทดสอบว่าสามารถทำนายข้อมูลที่จำกัดได้ความแม่นยำมาก
น้อยเพียงใด ส่วนในกรณกีารเรียนรู้โดยปราศจากข้อมูลปฐมภูมิ ทางคณะผู้วิจัยจะฝึกโมเดลด้วยข้อมูลนำเข้าที่
เป็นประมวลกฎหมายแพ่งและพาณิชย์ที่เกี่ยวข้องกับคดีละเมิด และทดสอบกับประมวณกฎหมายแพ่งและ
พาณิชย์ตัวอื่นที่ไม่เกี่ยวข้องกับคดีละเมิดเลย กล่าวคือ โมเดลจะไม่เคยเห็นข้อมูลรับเข้าในลักษณะนี้มาก่อน 
จากนั้นทางคณะผู้วิจัยจะคำนวณความแม่นยำของโมเดลเพ่ือประเมินผล 

2.8. การประเมินผลโมเดล 

ในขั้นตอนการพัฒนาโมเดล ข้อมูลที่ถูกนำมาใช้จะถูกแบ่งออกเป็นข้อมูลชุดฝึก ข้อมูลชุดพัฒนา และ
ข้อมูลชุดทดสอบ โดยข้อมูลชุดฝึกมีจุดประสงค์เพื่อใช้ในขั้นตอนการเรียนรู้ของโมเดล ข้อมูลชุดพัฒนาใช้
สำหรับทดสอบประสิทธิภาพโมเดลระหว่างปรับเปลี่ยนไฮเปอร์พารามิเตอร์เพ่ือพัฒนาประสิทธิภาพการทำนาย
ของโมเดล และข้อมูลชุดทดสอบใช้สำหรับประเมินผลโมเดลเพื่อเปรียบเทียบกับโมเดลอื่นๆ ในการทดลอง 
ข้อมูลทั้งสามชุดจะไม่มีการทับซ้อนระหว่างชุดข้อมูล ทำให้ข้อมูลชุดพัฒนาและชุดทดสอบเป็นข้อมูลที่โมเดลไม่
เคยเห็นมากอ่น ผลการประเมินจากชุดข้อมูลดังกล่าวจึงแสดงถึงประสิทธิภาพการทำนายของโมเดลจริง 
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สำหรับโจทย์การจำแนกเอกสาร ซึ่งนิยมทำนายผลออกเป็น 2 รูปแบบ มาตรวัดประสิทธิภาพโมเดลที่
นิยมนำมาใช้ว ัดผลการทำนายแต่ละป้ายกำกับ ได้แก่ ค่าความแม่นยำ (accuracy) ค่าความเที ่ยงตรง 
(precision) ค่าความถูกต้อง (recall) และ f1-score ซึ่งเป็นมาตรวัดผลความแม่นยำของโมเดลโดยรวม โดย
สามารถคำนวณแต่ละมาตรวัด ดังนี้ 

- Accuracy หาได้จากอัตราส่วนระหว่างจำนวนที่โมเดลทำนายตรงกับป้ายกำกับที่ถูกต้อง ต่อจำนวน
ครั้งทั้งหมดที่โมเดลทำนาย 

- Precision หาได้จากอัตราส่วนระหว่างจำนวนที่โมเดลทำนายผลเป็นป้ายกำกับหนึ่งที่ถูกต้อง ต่อ
จำนวนครั้งที่โมเดลทำนายผลเป็นป้ายกำกับนั้น ๆ แสดงให้เห็นว่าโมเดลมีความเที่ยงตรงในการ
ทำนายป้ายกำกับแต่ละแบบหรือไม่ โดยโมเดลไม่ได้ทำนายได้ดจีากการสุ่ม 

- Recall หาได้จากอัตราส่วนระหว่างจำนวนที่โมเดลทำนายผลเป็นป้ายกำกับหนึ่งที่ถูกต้อง ต่อจำนวน
ครั้งที่โมเดลทำนายผลป้ายกำกับทุกรูปแบบถูกต้อง แสดงให้เห็นว่าโมเดลสามารถทำนายได้ถูกต้องใน
แต่ละป้ายกำกับหรือไม่ โดยไม่มีความเอนเอียงไปที่ป้ายกำกับประเภทใดประเภทหนึ่ง 

- F1-score หาได้จากค่าเฉลี ่ยฮาร์โมนิก (harmonic mean) ของค่า precision และค่า recall ดัง
สมการด้านล่าง 

𝑓1 = 2 ×
𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∙ 𝑟𝑒𝑐𝑎𝑙𝑙 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑟𝑒𝑐𝑎𝑙𝑙
 

 
สำหรับการค้นคืนสารสนเทศ (Informational Retrieval) อย่างระบบการสืบค้นมาตราที่เกี่ยวข้อง

จากการป้อนข้อเท็จจริงทางกฎหมาย ประเด็นสำคัญในการวัดประสิทธิภาพของโมเดล คือ การประเมิน
ความสามารถในการแสดงผลลัพธ์ที ่เกี ่ยวข้องกับคำค้นหา (Query) หรือข้อมูลที่ป้อนเข้า มาตรฐานการ
ประเมินผลพื้นฐานที่นิยมนำมาทดสอบโมเดลการค้นคืนสารสนเทศ คือ f1-score@k โดย k คือจำนวนของ
ผลลัพธ์ที่จะพิจารณา วิธีการคำนวณ f1-score@k มีลักษณะเช่นเดียวกับมาตรวัดที่กล่าวไปข้างต้น แต่ในการ
ประเมินผลด้วย f1-score@k จะนำผลการทำนายป้ายกำกับที่มีความน่าจะเป็นสูงสุด k อันดับในแต่ละข้อมูล
ป้อนเข้า หรือเอกสารเท่านั้น เช่น หากต้องการประเมินประสิทธิภาพในการทำนายมาตรา 55 และมาตรา 242 
ของโมเดลตัวอย่างจากตารางที่ 2.1 ด้วยการหาค่า f1-score@2 จากผลการทำนายมาตราสูงสุด 2 อันดับใน
แต่ละข้อเท็จจริงในเอกสารทางกฎหมาย สามารถคำนวณไดดั้งนี้ 
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ตารางที่ 2.1 ตารางแสดงผลการทำนายมาตราของโมเดลตัวอย่าง 
ช่องสีเทาหมายถึง k อันดับที่จะถกูนำมาพิจารณา 

ID ของคำ
พิพากษา 
(query) 

มาตราที่ทำนาย ความน่าจะเป็นของ
การทำนายเป็นป้าย
กำกับ (relevance) 

ผลการทำนาย 
(prediction) 

ป้ายกำกับ/เฉลย 
(label) 

1 55 0.67 1 1 

1 242 0.43 0 0 

1 139 0.03 0 0 

2 55 0.78 1 1 

2 139 0.62 1 0 

2 242 0.005 0 1 

3 242 0.51 1 0 

3 55 0.33 0 1 

3 139 0.12 0 1 
 
มาตรา 55:  

precision@2 =  
จำนวนที่โมเดลทำนายผลเป็นมาตรา 55 ถูกต้อง

จำนวนครั้งท่ีโมเดลทำนายผลเป็นมาตรา 55
 = 

1+1

1+1
 =  1 

𝑟𝑒𝑐𝑎𝑙𝑙@2 = 
จำนวนที่โมเดลทำนายผลเป็นมาตรา 55 ถูกต้อง

จำนวนครั้งท่ีโมเดลทำนายผลป้ายกำกับทุกรูปแบบถูกต้อง
 = 

1+1

1+1+1
 = 

2

3
= 0.67 

f1 − score@2 = 
2𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@2∙𝑅𝑒𝑐𝑎𝑙𝑙@2 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@2+𝑅𝑒𝑐𝑎𝑙𝑙@2
 = 

2 × (1 × 0.67) 

1+ 0.67
 =  0.8 

 
มาตรา 242:  

precision@2 =  
จำนวนที่โมเดลทำนายผลเป็นมาตรา 242 ถูกตอ้ง

จำนวนครั้งท่ีโมเดลทำนายผลเป็นมาตรา 242
 = 

1

1
= 1 

𝑟𝑒𝑐𝑎𝑙𝑙@2 = 
จำนวนที่โมเดลทำนายผลเป็นมาตรา 242 ถูกตอ้ง

จำนวนครั้งท่ีโมเดลทำนายผลป้ายกำกับทุกรูปแบบถูกต้อง
 = 

1

1+1+1
 = 

1

3
= 0.33 

f1 − score@2 = 
2𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@2∙𝑅𝑒𝑐𝑎𝑙𝑙@2 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛@2+𝑅𝑒𝑐𝑎𝑙𝑙@2
 = 

2 × (1 × 0.33) 

1+ 0.33
 =  0.49  



 
 
 

36 

 

  แนวทางการดำเนินงาน  
 
ในบทนี้จะกล่าวถึงการรวบรวมและการสร้างฐานข้อมูลฉบับสมบูรณ์ ระเบียบวิธีการวิจัยรูปแบบต่างๆ 

ที่ได้ดำเนินการทั้งหมดในโครงการการวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะท่ี 2) 

3.1. การเก็บรวบรวมข้อมูลคำพิพากษาและเอกสารทางกฎหมายที่เกี่ยวข้องเพ่ิมเติม 

สืบเนื่องจากผลการดำเนินงานของโครงการการวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะที่ 1) 
การวิจัยประกอบด้วยฐานข้อมูลคำพิพากษาคดีละเมิด โดยสกัดเฉพาะคำพิพากษาที่เกี่ยวข้องกับประมวล
กฎหมายแพ่งและพาณิชย์ มาตรา 420 ในคำพิพากษาทั้งหมด 80,654 คดี ทำให้คณะผู้วิจัยมีชุดข้อมูลสำหรับ
การวิเคราะห์คำพิพากษาที่เกี่ยวกับคดีละเมิด จำนวน 4,448 คดี จากนั้น คำพิพากษาที่เกี่ยวข้องกับคดีละเมิด
ได้ถูกสกัดเฉพาะส่วนคำฟ้องและส่วนคำให้การพร้อมกำกับข้อมูลมาตราที่เกี่ยวข้อง เพ่ือนำมาเป็นข้อมูลรับเข้า
และป้ายกำกับให้โมเดลเรียนรู้ความสัมพันธ์ เพ่ือทำนายมาตราที่เก่ียวข้องกับข้อเท็จจริง 

ทั้งนี้ คณะผู้วิจัยจึงได้เก็บรวบรวมข้อมูลประมวลกฎหมายที่เกี่ยวข้องกับคำพิพากษาทั้งหมดเพิ่มเติม 
เพื่อนำมาใช้สร้างฐานข้อมูลคำอธิบายมาตรากฎหมายซึ่งเป็นข้อมูลที่จะเป็นค่าสัญญาณหลักในการเรียนรู้ของ
โมเดลต่าง ๆ ในการหาความสัมพันธ์ระหว่างข้อเท็จจริงและมาตราที่เกี่ยวข้องกับข้อเท็จจริงในคำพิพากษา 
เพ่ือตัดสินว่ามาตราที่กำลังพิจารณาอยู่นั้นเกี่ยวข้องกับคดีความหรือไม่ 

ในขั้นตอนการรวบรวมข้อมูลประมวลกฎหมาย คณะผู้วิจัยได้ดึงข้อมูลจากเว็บไซต์ (Web Scraping) 
ของสำนักงานคณะกรรมการกฤษฎีกา (https://www.krisdika.go.th/) โดยใช้การพัฒนาโปรแกรมด้วยภาษา 
Typescript และมีการเรียกใช้ไลบรารี PhantomJS (https://phantomjs.org/) ที่ช่วยให้สามารถจำลองการ
เข้าเว็บไซต์ผ่านทางเบราว์เซอร์โครเมียม (Chromium) ได้ โดยในโปรแกรมนี้จะรับข้อมูลตั้งต้นเป็นหน้าค้นหา
ข้อมูลกฎหมายของเว็บไซต์สำนักงานคณะกรรมการกฤษฎีกา จากนั้นระบบจะทำการจำลองว่ามีผู้ใช้กดค้นหา
ข้อมูลกฎหมาย แล้วเว็บไซต์จะทำการแสดงข้อมูลผลการค้นหาดังรูปที่ 3.1  

 

https://www.krisdika.go.th/
https://phantomjs.org/
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รูปที่ 3.1 หน้าจอแสดงผลการค้นหาประมวลกฎหมายจากเว็บไซต์สำนักงานคณะกรรมการกฤษฎีกา 

จากนั้นตัวโปรแกรมจะทำการค้นหาลิงก์ของกฎหมายฉบับบล่าสุด ยกตัวอย่างเช่น “ประมวลกฎหมาย
แพ่งและพาณิชย์ (ฉบับ Update ล่าสุด)” (รูปที่ 3.2) เมื่อเจอลิงก์แล้ว ระบบจะทำการบันทึกไฟล์สกุล PDF ไว้
เพื่อใช้ในการตรวจสอบความถูกต้องของข้อมูล จากนั้นจึงเข้าถึงหน้าหลักของ “ประมวลกฎหมายแพ่งและ
พาณิชย์ (ฉบับ Update ล่าสุด)” (รูปที่ 3.3) แล้วบันทึกไฟล์ HTML ของหน้านั้นและส่งข้อความให้ขั้นตอน
ถัดไปสกัดข้อมูล (Extract) ออกมาเป็นโครงสร้าง (Structure) ดังตารางที่ 3.1 

 

 
รูปที่ 3.2 ลิงกข์อง “ประมวลกฎหมายแพ่งและพาณิชย์ (ฉบับ Update ล่าสดุ)” 
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รูปที่ 3.3 หน้าหลักของ “ประมวลกฎหมายแพ่งและพาณิชย์ (ฉบับ Update ล่าสุด)” 

ตารางที่ 3.1 โครงสรา้งการเก็บข้อมูล 

ชื่อ คำอธิบาย 

law_name ชื่อของกฎหมาย เช่น ประมวณกฏหมายแพ่งและพาณิชย์ 

section เลขของมาตรา เช่น 420 

sub_section เลขของมาตราย่อย เช่น มาตรา 193/1 sub_section ก็จะเป็น 1 

content เนื้อหาของข้อกฎหมายนั้นๆ 

3.2. ระเบียบวิธีการทดลอง 

เมื่อสร้างฐานข้อมูลสำหรับการฝึกโมเดลสมบูรณ์แล้ว ขั้นตอนต่อไปคือการจัดเตรียมข้อมูลเพ่ือ
ป้อนเข้าโมเดล และการออกแบบสถาปัตยกรรมโมเดลรูปแบบต่าง ๆ ที่ใช้ในการพิสูจน์สมมติฐาน ดังจะอธิบาย
ในรายละเอียด ดังนี้ 

 

เมื่อได้ดำเนินการสร้างฐานข้อมูลแล้ว ในลำดับถัดไปจะแบ่งข้อมูลเป็นหน่วยประโยคและตัดคำด้วย 
attacut ซึ่งเป็นเครื่องมือตัดคำอัตโนมัติในภาษาไพทอนที่พิจารณาบริบทรอบข้างในการตัดแบ่งคำ ความ
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แม่นยำในการตัดคำของเครื ่องมือชุดนี้แม่นยำกว่า 90% (Chormai, Prasertsom, & Rutherford, 2019) 
จากนั้นข้อความจะนำไปแปลงเป็นค่าสัญญาณต่าง ๆ โดยคณะผู้วิจัยได้ดำเนินการลักษณะนี้กับท้ังข้อมูลคำฟ้อง 
คำให้การ และคำอธิบายมาตรา 

 

ตัวอย่างข้อมูลคำฟ้อง 

 
 

โจทก์ฟ้องว่าจำเลยที่ 1 ขณะปฏิบัติงานในทางการที่จ้างของจำเลยที่ 2 และที่ 3 ผู้เป็นนายจ้างได้
ขับรถยนต์บรรทุกหกล้อหมายเลขทะเบียน 80-0283 สงขลาไปตามถนนสายเอเซียโดยความประมาท
เลินเล่อปราศจากความระมัดระวังแซงรถยนต์บรรทุกสิบล้อซึ่งแล่นอยู่ข้างหน้าแล้วขับหลบไปทางด้าน
ขวามือของถนนล้ำเข้าไปในช่องเดินรถของรถยนต์บรรทุกสิบล้อที่แล่นสวนทางมาเป็นเหตุให้รถยนต์
บรรทุกของจำเลยที่ 1 พุ่งเข้าชนรถยนต์บรรทุกสิบล้อได้รับความเสียหายจากนั้นรถยนต์บรรทุกคันที่จำเลย
ที่1ขับเสียการทรงตัวส่ายไปมาและแล่นเข้าชนรถยนต์บรรทุกสี่ล้อหมายเลขทะเบียนน-9105 สงขลาของ
โจทก์ท่ี 1 ซึ่งจอดอยู่ด้านซ้ายสุดของถนนฝั่งตรงกันข้ามได้รับความเสียหายพังยับเยินทั้งคันนอกจากนี้ยังทำ
ให้สินค้าวัสดุก่อสร้างรวมหลายรายการของนายเนื ่องจันทขวัญลูกค้าของโจทก์ที่  2 ที่ได้สั ่งซื ้อสินค้า
ดังกล่าวไปจากโจทก์ที่ 2 ได้รับความเสียหายทั้งหมดซึ่งขณะเกิดเหตุอยู่ในระหว่างที่โจทก์ที่ 2 บรรทุก
สินค้าวัสดุก่อสร้างดังกล่าวเพื่อนำไปส่งให้แก่นายเนื่องทำให้โจทก์ที่ 2 ต้องรับผิดชดใช้ค่าสินค้าให้แก่
ทายาทของนายเนื่องตามสัญญาโจทก์ที่ 2 จึงเข้ารับช่วงสิทธิที่จะไล่เบี้ยเรียกร้องค่าสินค้าในส่วนที่โจทก์ที่ 
2 ชำระไปแล้วการกระทำของจำเลยที่ 1 ทำให้โจทก์ท้ังสองเสียหายขอให้บังคับจำเลยทั้งสามร่วมกันชำระ
เงินแก่โจทก์ท่ี 1 จำนวน 185,625 บาทพร้อมดอกเบี้ยในอัตราร้อยละ 7.5 ต่อปีจากต้นเงิน 180,000 บาท
นับแต่วันฟ้องเป็นต้นไปจนกว่าจะชำระเสร็จและชำระเงินให้โจทก์ท่ี 2 จำนวน 32,278 บาทพร้อมดอกเบี้ย
ในอัตราร้อยละ 7.5 ต่อปีในต้นเงิน 31,300 บาทนับแต่วันฟ้องเป็นต้นไปจนกว่าจะชำระเสร็จ 
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ตัวอย่างข้อมูลคำให้การ 

 
ตัวอย่างข้อมูลคำอธิบายประมวลกฎหมายวิธีพิจารณาความแพ่ง มาตรา 55 

 

เมื่อมีข้อโต้แย้งเกิดขึ้น เกี่ยวกับสิทธิหรือหน้าที่ของบุคคลใดตามกฎหมายแพ่ง หรือบุคคลใด
จะต้องใช้สิทธิทางศาล บุคคลนั้นชอบที่จะเสนอคดีของตนต่อศาลส่วนแพ่งที่มีเขตอำนาจได้ ตามบทบัญญัติ
แห่งกฎหมายแพ่งและประมวลกฎหมายนี้ 

จำเลยที่ 1 ให้การว่า โจทก์ไม่เคยตกลงว่าจ้างจำเลยที่ 1 เป็นทนายความแก้ต่างให้ จำเลยที่ 1 เข้า
เป็นทนายความในคดีแพ่งหมายเลขแดงที่ 1348/2531 ของศาลชั้นต้น ในฐานะลูกจ้างของบริษัทบัวหลวง
ประกันภัย จำกัด ซึ่งต้องกระทำตามสัญญาจ้างและตามคำสั่งของบริษัทบัวหลวงประกันภัย จำกัด และ
ผู้บังคับบัญชาหาได้กระทำเพ่ือสินจ้างหรือค่าจ้างตามที่โจทก์อ้างไม่ จำเลยที่ 1ซึ่งเป็นตัวแทนกระทำภายใน
ขอบอำนาจของตัวการ โจทก์กับจำเลยที่ 1ไม่มีนิติสัมพันธ์ในลักษณะจ้างทำของ จำเลยที่ 1 ไม่ ต้องรับผิด
ต่อโจทก์ ในเบื้องต้นจำเลยที่ 1 ได้เข้าเป็นทนายความให้โจทก์ตามหน้าที่ในฐานะลูกจ้างของบริษัทบัวหลวง
ประกันภัย จำกัด แต่ต่อมาจำเลยที่ 1 ได้ลาออกจากบริษัทบัวหลวงประกันภัย จำกัดแล้ว จำเลยที่ 1 จึง
พ้นจากหน้าที่และความรับผิดชอบ จำเลยที่ 2 ในฐานะทนายความของบริษัทบัวหลวงประกันภัย จำกัด ได้
เข้าเป็นทนายความรับผิดชอบแทนเหตุที่เกิดขึ้นจำเลยที่ 1 ไม่ทราบมาก่อนจำเลยที่ 1 ไม่ต้องรับผิดต่อ
โจทก์ จำเลยที่ 1 ไม่ได้ละทิ้งหน้าที่และความรับผิดชอบ มิได้กระทำการใด ๆ ด้วยความประมาทเลินเล่อใน
วันนัดพิจารณาและสืบพยานจำเลยที่ 2 ในคดีแพ่งหมายเลขแดงที่1348/2531 ของศาลชั้นต้น จำเลยที่ 2 
ได้เข้าดำเนินกระบวนพิจารณาแล้ว ศาลชั้นต้นหาได้มีคำสั่งให้จำเลยที่ 2 ขาดนัดพิจารณาตามที่โจทก์อ้าง
ไม่ จำเลยทั้งสองจึงไม่ต้องรับผิดต่อโจทก์ การที่จำเลยทั้งสองไม่เรียกบริษัทบัวหลวงประกันภัย จำกัด เข้า
เป็นจำเลยร่วมหาใช่เพราะจำเลยทั้งสองละเลยต่อหน้าที่ไม่ แต่เนื่องจากโจทก์ไม่ใช่ผู้เอาประกันภัยตาม
สัญญาประกันภัย จึงไม่อาจเรียกบริษัทบัวหลวงประกันภัย จำกัด เข้าเป็นจำเลยร่วมได้ ที่โจทก์ต้อง
เสียหายต้องชดใช้ค่าเสียหายในคดีดังกล่าวเพราะลูกจ้างของโจทก์กระทำละเมิด และที่โจทก์อ้างว่าการ
กระทำของจำเลยที่ 1 ทำให้บริษัทบัวหลวงประกันภัย จำกัด หลุดพ้นความรับผิดตามสัญญาประกันภัย ทำ
ให้โจทก์เสียหาย ก็ไม่ปรากฎว่าโจทก์ได้ฟ้องร้องเอาแก่บริษัทบัวหลวงประกันภัย จำกัด และไม่กระทำการ
ใดเพื่อบรรเทาความเสียหาย ความเสียหายที่โจทก์ได้รับเกิดจากการกระทำของโจทก์เอง หาใช่เป็นผล
โดยตรงจากการกระทำของจำเลยทั้งสองไม่จำเลยที่ 1 ไม่ต้องรับผิดต่อโจทก์ ขอให้ยกฟ้อง 
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สืบเนื่องจากงานวิจัยปีที ่ 1 ลักษณะฐานข้อมูลคำพิพากษาที่เกี ่ยวข้องกับคดีละเมิด ปรากฏการ
กระจายตัวของมาตราที่เกี่ยวข้องกับคดีละเมิดเป็นแบบเบ้ขวาอย่างมาก ดังรูปที่ 3.4 ทำให้จำนวนชุดข้อมูลฝึก
แต่ละมาตรามีความไม่สมดุล ซึ่งส่งผลให้โมเดลสามารถทำนายมาตราที่มีจำนวนมากได้ดีกว่าโมเดลที่มีข้อมูล
ชุดฝึกของมาตราจำนวนน้อย คณะผู้วิจัยจึงเลือกวิเคราะห์ผลเฉพาะมาตราที่ถูกนำมาใช้พิจารณาในข้อเท็จจริง
สูงสุด 4 อันดับแรก และเป็นมาตราที่มีเนื้อความเกี่ยวกับรูปคดีมากกว่าวิธีพิจารณาที่เฉพาะทาง อันได้แก่ 
ประมวลกฎหมายวิธีพิจารณาความแพ่งมาตรา 55 (การโต้แย้งสิทธิทางศาล) ประมวลกฎหมายแพ่งและ
พาณิชย์มาตรา 425 (ความรับผิดของนายจ้าง) ประมวลกฎหมายแพ่งและพาณิชย์มาตรา 438 (ค่าสินไหม
ทดแทนให้ศาลวินิจฉัยตามควรแก่พฤติการณ์และความร้ายแรงแห่งละเมิด ) และประมวลกฎหมายวิธีพิจารณา
ความแพ่งมาตรา 172 (การฟ้องต้องชัดแจ้ง) 

 
รูปที่ 3.4 สถิติมาตรากฎหมายที่เกีย่วข้องกับคดีละเมิดจากการวิเคราะห์คลังข้อมลู 
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การวิเคราะห์ความยาวของเอกสาร 
 คณะผู้วิจัยได้วิเคราะห์คำพิพากษาเฉพาะส่วนที่จะให้โมเดลเรียนรู้ในเบื้องต้นเพื่อประโยชน์ต่อการ
ปรับปรุงโมเดลใน 2 ส่วน ส่วนแรกคือการวิเคราะห์ความยาวของข้อมูลคำพิพากษา และเอกสารทางกฎหมาย 
เพื่อตรวจสอบลักษณะของข้อมูลและตรวจจับความผิดปกติของข้อมูล โดยดำเนินการแบ่งข้อมูลเป็นหน่วย
ประโยคและตัดคำด้วย attacut ก่อน จากนั้นจึงนำข้อมูลทั้งจากคำฟ้อง คำให้การ และคำอธิบายมาตรามา
วิเคราะห์จำนวนโทเคนของแต่ละเอกสาร โดยหาจำนวนโทเคนที่มากที่สุด จำนวนโทเคนที่น้อยที่สุด และ
จำนวนโทเคนโดยเฉลี่ยของแต่ละเอกสาร ดังปรากฏในตารางที่ 3.2 

 
ตารางที่ 3.2 จำนวนโทเคนในข้อมลูรับเข้าแต่ละประเภท 

ประเภทข้อมูล จำนวนโทเคนที่มากที่สุด จำนวนโทเคนที่น้อยที่สุด จำนวนโทเคนโดยเฉลี่ย 

คำฟ้อง 2,827 32 180.62 

คำให้การ 1,123 13 72.67 

คำอธิบายมาตรา 389 21 105.09 
 
จากตารางที่ 3.2 พบว่าคำฟ้องเป็นข้อมูลที่มีจำนวนโทเคนมากที่สุด รองลงมาคือ คำให้การ และ

คำอธิบายมาตรา ตามลำดับ ในขณะที่ในคำให้การพบว่ามีข้อมูลที่ไม่ปรากฏอักขระ โดยคำฟ้องที่ปรากฏคำ
จำนวนมากมีแนวโน้มที่จะกล่าวถึงรูปการณ์ของจำเลยมากกว่า 1 คน ในขณะที่คำให้การที่ปรากฏคำจำนวน
มากมีแนวโน้มที่จะกล่าวถึงกฎหมายจากหน่วยงานอ่ืน ๆ เช่น กฎหมายกระทรวง และกล่าวถึงพยานของโจทก์
รวมทั้งหลักฐานยืนยันว่าจำเลยไม่ผิด 

การวิเคราะห์ตัวบทเชิงภาษา 
ต่อมาคณะวิจัยได้วิเคราะห์คำพิพากษาเพิ่มเติมในส่วนเนื้อความของคำพิพากษาและตัวบทกฎหมาย

เพื่อตรวจหารูปแบบหรือลักษณะข้อความที่สามารถประยุกต์ใช้ในขั้นตอนการฝึกฝนโมเดลได้  เนื่องจากค่า
สัญญาณที่สำคัญต่อการทำนายของโมเดลล้วนอยู่ในข้อมูลเหล่านี้ โดยคณะวิจัยพบข้อสังเกตที่น่าสนใจ 2 
ประการ ดังนี้ 

 

 
 
2 คำฟ้องที่ปรากฏโทเคนน้อยที่สุดมีลักษณะข้อมูล ดังนี้  “(”, “สำเนา”, “)” 
3 คำให้การที่ปรากฏโทเคนน้อยที่สุดมีลักษณะข้อมูลเป็น \s (การเว้นวรรค) หรือ \r\n (การขึ้นบรรทัดใหม่) ทั้งนี้อาจเนื่องมาจาก

เจ้าหน้าที่อาจไม่ได้ระบุข้อเท็จจริงส่วนคำให้การในคำพิพากษา หรือเกณฑ์การสกัดคำให้การไม่ครอบคลุมลักษณะของคำให้การเหล่านี้ 
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1. ลักษณะคำให้การมีความเหมาะสมสำหรับการพิจารณาข้อกฎหมายที่เกี่ยวข้อง 
ในจำนวนคำพิพากษาจำนวนหนึ่ง การระบุป้ายกำกับหรือมาตราที่เก่ียวข้องกับคำพิพากษาไม่สามารถ

ระบุได้จากแค่การวิเคราะห์ส่วนคำฟ้องเท่านั้น แต่ต้องวิเคราะห์ส่วนของคำให้การควบคู่ไปด้วย หรือคำให้การ
ทีมี่การบรรยายรายละเอียดเกี่ยวกับเหตุการณ์มากกว่าคำฟ้อง และมีการโต้แย้งข้อความในคำฟ้อง เช่น  

- คำพิพากษาหมายเลข 336 ปี พ.ศ. 2479  
คำฟ้องว่า “ได้ความว่า จำเลยจอดแพอยู่ในลำคลองสาธารณหน้าที่ดินของโจทก์ ๆ ฟ้องขอให้ขับ

ไล่”  
มาตราที่เก่ียวข้องคือ มาตรา 1304 มาตรา 1334 และมาตรา 1374 โดยที่มาตรา 1304 มีเนื้อหา

ว่า “สาธารณสมบัติของแผ่นดินนั้นรวมทรัพย์สินทุกชนิดของแผ่นดินซึ่งใช้เพ่ือสาธารณประโยชน์หรือสงวน
ไว้เพื่อประโยชน์ร่วมกันเช่น (1) ที่ดินรกร้างว่างเปล่าและที่ดินซึ่งมีผู้เวนคืนหรือทอดทิ้งหรือกลับมาเป็น
ของแผ่นดินโดยประการอ่ืนตามกฎหมายที่ดิน (2) ทรัพย์สินสำหรับพลเมืองใช้ร่วมกัน เป็นต้นว่าที่ชายตลิ่ง 
ทางน้ำ ทางหลวง ทะเลสาบ (3) ทรัพย์สินใช้เพื่อประโยชน์ของแผ่นดินโดยเฉพาะ เป็นต้นว่าป้อมและโรง
ทหาร สำนักราชการบ้านเมือง เรือรบ อาวุธยุทธภัณฑ์”  

ทั้งนี้ มาตราดังกล่าวจะสามารถพิจารณาว่าเกี่ยวข้องกับคำพิพากษานี้ได้จากส่วนคำให้การว่า 
“ศาลฎีกาวินิจฉัยว่า โจทก์จะมีกรรมสิทธิในที่ดินรายนี้หรือเพียงแต่มีสิทธิครอบครองหรือกำลังครอบครอง
อยู่ โจทก์ก็ย่อมมีอำนาจได้รับความสะดวกความสำราญในลำคลองติดต่อหน้าเขตต์ที่ดินนั้น พิพากษาให้
ขับไล่จำเลย” 
- คำพิพากษาหมายเลข 371 ปี พ.ศ. 2480  

คำฟ้องว่า “คดีได้ความว่าจำเลยที่ 1 เช่าเรือของบริษัทบางหลวงมาเดินรับส่งคนโดยสารโดยจ้าง
ให้จำเลยที่ 2 เป็นนายท้ายเรือถือท้ายเรือรับส่งคนโดยสาน จำเลยที่ 2 ได้ ปล่อยให้จำเลยที่ 3 ซึ่งมิได้มี
ประกาศนียบัตร์ถือท้ายเรือ จึงเป็นเหตุให้เกิดชนกับเรือของโจทก์ ๆ จึงฟ้องจำเลยทั้ง 2 3 ขอให้รวมกันรับ
ผิดใช้ค่าเสียหายแก่โจทก์”  

มาตราที่เกี่ยวข้องคือมาตรา 425 ซึ่งมีเนื้อหาว่า “นายจ้างต้องร่วมกันรับผิดกับลูกจ้างในผลแห่ง
ละเมิดซ่ึงลูกจ้างได้กระทำไปในทางการที่จ้างนั้น”  

ทั้งนี้ มาตราดังกล่าวจะสามารถพิจารณาว่าเกี่ยวข้องกับคำพิพากษานี้ได้จากส่วนคำให้การที่ว่า 
“ศาลชั้นต้นวินิจฉัยว่าจำเลยทั้ง 3 ต้องรับผิดร่วมกัน จึงพิพากษาให้จำเลยใช้ค่าเสียหายแก่โจทก์ 150 
บาท”  

ด้วยเหตุนี้ คณะผู้วิจัยจึงมีสมมติฐานว่าการใส่คำให้การเป็นข้อมูลรับเข้าโมเดลร่วมกับคำฟ้อง อาจมี
แนวโน้มที่จะเป็นประโยชน์ต่อการทำนายของโมเดลด้วย โดยรายละเอียดการออกแบบโมเดลจะมีการกล่าวถึง
ในหัวข้อ 3.2.3 ต่อไป 
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2. ลักษณะคำพิพากษาทีอ่าจเป็นข้อจำกัดในการทดลอง 
 นอกจากลักษณะคำพิพากษาที่พบจะเอ้ือต่อการพัฒนาโมเดลดังที่อธิบายไปข้างต้นแล้ว คณะผู้วิจัยยัง
พบลักษณะของข้อมูลที่อาจเป็นข้อจำกัดของการเรียนรู้ของโมเดล ดังนี้ 

2.1. ความไม่เก่ียวเนื่องของมาตราที่กำกับคำพิพากษา 
ในจำนวนคำพิพากษาจำนวนหนึ่ง คณะผู้วิจัยพบว่าการระบุมาตราที่เกี่ยวข้องกับคำพิพากษาด้วย

มนุษย์มีความยากไม่ว่าจะพิจารณาเนื้อหาจากส่วนคำฟ้องเท่านั้นหรือการใช้คำให้การประกอบด้วยก็ตาม 
ดังนั้น จึงมีความเป็นไปได้ว่าการทำนายมาตราที่เกี่ยวข้องในคำพิพากษาให้ถูกต้องทั้งหมดด้วยโมเดลจึงเป็น
เรื่องที่ค่อนข้างยาก ทั้งนี้ สาเหตุของความยากในการระบุมาตราที่เกี่ยวข้องอาจเนื่องมาจากคำพิพากษานั้น
อาจอ้างอิงผลคำพิพากษาของชั้นศาลก่อนหน้า จึงอาจส่งผลใหม้ีมาตราที่ไม่น่ามีความเกี่ยวข้องกับคำพิพากษา
ปัจจุบันปรากฏร่วมด้วย เช่น  

- คำพิพากษาหมายเลข 1272 ปี พ.ศ. 2473  
คำฟ้องว่า “จำเลย ๔ คนนอกจาก ช.ได้พากันเข้าไปในโป๊ะลูกล่อของ ง.แล ฮ.  แล้วลงอวนจะจับ

ปลาในโปีะนั้น ง.แล ฮ.โจทก์มาพบเข้า พ.จำเลยกลับใช้ไม้ตี ฮ.บาดเจ็บ โป๊ะรายพิพาทนี้ปรากฎว่าถัดจาก
ปีกทั้ง ๒ ข้างเข้าไปเปนวงกลมเรียกว่าลูกล่อชั้นหนึ่ง   ถัดจากลูกล่อไปทางด้านตะวันออกเปนลูกขังอีก
ชั้นหนึ่ง  ถ้าปลาเข้าไปถึงลูกขังแล้ว  ปลานั้นจะออกไปไหนไม่ได้ส่วนลูกล่อนั้นปากช่องกว้าง ๒ ศอก
เศษ  เรือเข้าออกได้แลปลาที่ว่ายเข้าไปอยู่ในลูกล่อนั้นอาจว่ายกลับออกมาทางปีกโป๊ะไปสู่ทะเลได้  ถ้าจะ
จับต้องใช้อวนล้อมเปนวงจึงจะจับปลาที่อยู่ในลูกล่อได้  ดังนี้  จึงมีปัญหาว่าปลาที่อยู่ในลูกล่อจะเปนกรรม
สิทธิของโป๊ะแล้วหรือยัง  แลการกระทำของจำเลยจะเปนความผิดฐานลักทรัพย์หรือไม่”  

มาตราที่เกี่ยวข้องคือมาตรา 13 และมาตรา 20 โดยที่มาตรา 20 มีเนื้อหาคือ “ผู้เยาว์ย่อมบรรลุ
นิติภาวะเมื่อทำการสมรสหากการสมรสนั้นได้ทำตามบทบัญญัติมาตรา 1448” ซึ่งไม่สามารถระบุได้ว่ามี
ความเกี่ยวข้องอย่างไรจากคำฟ้องดังกล่าว 
- คำพิพากษาหมายเลข 468 ปี พ.ศ. 2478  

คำฟ้องว่า “โจทก์ฟ้องหาว่าจำเลยถ่ายมูลดินที่จำเลยทำเหมืองแร่ทับที่โจทก์เสียหาย จึงขอให้ห้าม
แลเรียกค่าเสียหาย”  

มาตราที่เกี่ยวข้องคือมาตรา 1382 และมาตรา 420 อย่างไรก็ตาม เนื้อหาของมาตรา 1382 คือ 
“บุคคลใดครอบครองทรัพย์สินของผู้อื่นไว้โดยความสงบและโดยเปิดเผยด้วยเจตนาเป็นเจ้าของถ้าเป็น
อสังหาริมทรัพย์ได้ครอบครองติดต่อกันเป็นเวลาสิบปีถ้าเป็นสังหาริมทรัพย์ได้ครอบครองติดต่อกันเป็น
เวลาห้าปีไซร้ท่านว่าบุคคลนั้นได้กรรมสิทธิ์” ซึ่งสามารถระบไุด้ยากว่ามีความเกี่ยวข้องกับคำฟ้องข้างต้น 
- คำพิพากษาหมายเลข 1025 ปี พ.ศ. 2480  

คำฟ้องว่า “เดิมจำเลยฟ้องโจทก์เป็นความอาญาหาว่าลักทรัพย์ ศาลชั้นต้นและศาลอุทธรณ์
พิพากษาต้องกันให้ยกฟ้อง โจทก์ต้องถูกตำรวจจับและต้องคดีจนถึงที่สุดเป็นเวลา ๙ เดือน จึงฟ้องจำเลย
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เรียกค่าเสียหาย ปรากฏว่าก่อนฟ้องคดีเรื่องนี้ โจทก์ได้ฟ้องจำเลยเป็นคดีอาญาหาว่าฟ้องเท็จเบิกความเท็จ
ศาลยกฟ้องคดีเป็นยิตติแล้ว” 

มาตราที่เกี่ยวข้องคือมาตรา 118 มาตรา 158 และมาตรา 228 อย่างมาตรา 118 มีเนื้อหาว่า 
“ผู้ใดกระทำการใดๆ ต่อธงหรือเครื่องหมายอื่นใดอันมีความหมายถึงรัฐ เพ่ือเหยียดหยามประเทศชาติต้อง
ระวางโทษจำคุกไม่เกินสองปี หรือปรับไม่เกินสี่พันบาท หรือทั้งจำท้ังปรับ” แต่เนื้อความเดิมไม่ได้กล่าวถึง
เรื่องธงแต่อย่างใด 
- คำพิพากษาหมายเลข 10008 ปี พ.ศ. 2558 

คำฟ้องว่า “โจทก์ฟ้องขอให้ลงโทษจำเลยทั้งสองตามประมวลกฎหมายอาญา มาตรา 83 , 362, 
365” และมีคำให้การว่า “ศาลชั้นต้นไต่สวนมูลฟ้องแล้ว เห็นว่า คดีมีมูล ให้ประทับฟ้อง” 

มาตราที่เก่ียวข้องคือมาตรา 226 และมาตรา 438 โดยที่มาตรา 226 มีเนื้อหาว่า “บุคคลผู้รับช่วง
สิทธิของเจ้าหนี้ชอบที่จะใช้สิทธิทั้งหลายบรรดาที่เจ้าหนี้มีอยู่โดยมูลหนี้รวมทั้งประกันแห่งหนี้นั้นได้ในนาม
ของตนเองช่วงทรัพย์ได้แก่เอาทรัพย์สินอันหนึ่งเข้าแทนที่ทรัพย์สินอีกอันหนึ่ง ในฐานะนิตินัยอย่างเดียวกัน
กับทรัพย์สินอันก่อน” แต่เนื้อความทั้งคำฟ้องและคำการไม่ได้กล่าวถึงบุคคลที่รับช่วงสิทธิต่อจากเจ้าหนี้
เลย 

2.2. ความไมค่รอบคลุมของป้ายกำกับมาตราของคำพิพากษา 
แม้เนื้อหาของคำฟ้องในคำพิพากษามีลักษณะที่คล้ายกันมาก และบางส่วนกล่าวถึงเรื่องเดียวกัน แต่

ป้ายกำกับที่บ่งบอกว่าคำพิพากษานั้นเกี่ยวกับมาตราใดกลับไม่เหมือนกัน จากข้อสังเกตดังกล่าวจึงมีความ
เป็นไปได้ว่าโมเดลจะเรียนรู้ข้อมูลที่ไม่ถูกต้องตามลักษณะของข้อมูลเช่นนี้ไปด้วย เช่น 

คำพิพากษาหมายเลข 807 ปี พ.ศ. 2473 คำฟ้องว่า “โจทก์จำเลยเกิดทะเลาะวิวาทกันขึ้น  โจทก์ถูก
จำเลยทำร้ายมีบาดเจ็บเล็กน้อย  โจทก์ฟ้องเรียกค่าสินไหมจากจำเลย ๑๐๐ บาท” มีมาตราที่เกี่ยวข้อง คือ 
มาตรา 420 มาตรา 438 และมาตรา 446 แต่ในอีกคำพิพากษาหนึ่งที่มีคำฟ้องลักษณะเดียวกันคือ คำพิพากษา
หมายเลข 35 ปี พ.ศ. 2474 คำฟ้องว่า “โจทย์จำเลยต่างเปนปากเสียงต่อสู้ชกต่อยกันขึ้น   โจทก์ถูกแทงมี
บาดแผลเจ็บสาหัส ส่วนจำเลยไม่มีบาดเจ็บอย่างไร โจทก์จึงฟ้องเรียกค่าเสียหายจากจำเลยเปนเงิน ๑๕๐๐ 
บาท” กลับมีมาตราท่ีเกี่ยวข้องมาตราเดียวคือมาตรา 420 

อีกตัวอย่างหนึ่งคือคำพิพากษาหมายเลข 336 ปี พ.ศ. 2475 คำฟ้องว่า “เดิมจำเลยถูกศาลพิพากษา
ให้จำคุกฐานฉุดคร่า กระทำอนาจารนางสาวเถง โจทก์จึงฟ้องคดีนี้เรียกค่าเสียหายจากจำเลย 3,000 บาท” มี
มาตราที่เกี ่ยวข้องเพียงสองมาตราคือ มาตรา 420 และมาตรา 443 แต่ไม่มีมาตรา 446 ซึ่งเกี ่ยวกับการ
เรียกร้องค่าเสียหายการจากการทำร้ายร่างกายหรือละเมิดเสรีภาพ 

ด้วยเหตุนี้ คณะผู้วิจัยจึงปรับการประเมินผลในรูปแบบที่ต่างออกไปให้เข้ากับลักษณะของคำพิพากษา
และข้อจำกัด โดยการใช้การประเมินผลคะแนน f1-score@k เพื่อประเมินประสิทธิภาพของโมเดลได้ถูกต้อง
มากขึ้นว่าโมเดลจะมีแนวโน้มในการทำนายมาตราใดได้ดีที่สุด โดยจะกล่าวในรายละเอียดต่อไปในหัวข้อ 3.2.6  
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หลังจากคณะผู้วิจัยสร้างฐานข้อมูลคำอธิบายมาตรากฎหมายและดำเนินการจัดเตรียมข้อมูลสำหรับใช้
ฝึกโมเดลเรียบร้อยแล้ว ขั้นตอนถัดไปคือการสร้างโมเดลรูปแบบต่าง ๆ เพื่อหาสถาปัตยกรรมที่เหมาะสมที่สุด
สำหรับการทำนายมาตราที่เกี่ยวข้องกับข้อเท็จจริงทางกฎหมาย โดยโมเดลที่คณะผู้วิจัยนำมาศึกษาทดลอง
ประกอบด้วย 4 โครงสร้าง ได้แก่  

- โมเดลหน่วยความจำระยะสั ้นแบบยาวชนิดสองทิศทาง (Bi-directional Long Short-Term 
Memory: Bi-LSTM) เพราะเป็นโมเดลที่สามารถเก็บบริบทในระดับประโยคได้ดีมาก เพราะสามารถ
เรียนรู้ประโยคเป็นลำดับทั้งจากซ้ายไปขวาและขวาไปซ้าย ทำให้สัญญาณท่ีได้น่าจะส่งผลดีมากต่อการ
ฝึกโมเดล อีกทั ้ง ลักษณะข้อมูลที ่ต้องทำนายเป็นข้อมูลทางกฎหมายที ่มีลักษณะค่อนข้างยาว 
ความหมายในระดับประโยคจึงสำคัญต่อการทำนายมากยิ่งขึ้น   

- โมเดลคอนโวลูชัน (Convolutional Neural Network: CNN) เพราะเป็นโมเดลที่สามารถตรวจจับ
รูปแบบทางภาษาจำนวนมากได้จากการหาความคล้ายระหว่างฟิลเตอร์และเวกเตอร์ของภาษา โดยไม่
ต้องพิจารณาในระดับคำ หรือกำหนดจำนวนคำที่ติดกันให้โมเดลล่วงหน้า ทำให้ค่าสัญญาณสามารถ
เก็บข้อมูลระดับกลุ่มคำไว้ได ้ซึ่งอาจส่งผลดีต่อการทำนายของโมเดล  

- โมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (Bidirectional Encoder Representations 
from Transformers: BERT) เพราะเป็นโมเดลที่ผ่านการเรียนรู้ล่วงหน้าด้วยข้อมูลจำนวนมหาศาล 
ทำให้โมเดลมีความเข้าใจความหมายของคำศัพท์ประกอบบริบท และปราศจากบริบท รวมทั้ง
กฎไวยากรณ์ต่าง ๆ ทำให้อาจสามารถสกัดค่าสัญญาณท่ีเก็บข้อมูลคำพิพากษาได้ครบถ้วนมากขึ้น 

- โมเดลเอนโทรปีสูงสุด (Maximum Entropy: MaxEnt) เป็นโมเดลทางสถิติที่ให้ความสำคัญกับการ
ปรากฏของหน่วยคำ โดยไม่สนใจบริบทหรือตำแหน่งของข้อมูลในการทำนาย โดยคณะผู้วิจัยเลือกใช้
โมเดลนี้เป็นโมเดลตัวชี้วัดมูลฐานหรือมาตรวัดพื้นฐานที่สุดในการประเมินประสิทธิภาพโมเดลอ่ืน ๆ 

การกำหนดค่าสัญญาณ 
การกำหนดเวกเตอร์ค่าสัญญาณดังกล่าวสามารถสร้างข้ึนด้วย 2 วิธี ตามประเภทของตัวแปลง ดังนี้  

1) การแปลงด้วยโมเดลโครงข่ายประสาทเทียม (Neural Encoder) 
การใช้โมเดลการเรียนรู้เชิงลึกแทนคำแต่ละคำด้วย Word Embedding และใช้โมเดลดึงค่าสัญญาณ

ออกเป็นเวกเตอร์ค่าสัญญาณ 
2) การกำหนดค่าสัญญาณ (Feature Engineering)  

การสกัดค่าสัญญาณที่มีค่าเป็นตัวเลขออกมาจากข้อความตามจุดประสงค์ของงาน  สำหรับการฝึก
โมเดล MaxEnt ซึ่งเป็นโมเดลตัวชี้วัดมูลฐานในการทดลองนี้ ค่าสัญญาณที่คณะผู้วิจัยเลือกใช้ เพื่อให้โมเดล
นำไปประมวลผลต่อในกระบวนการการฝึกโมเดลประกอบด้วย  
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▪ ย ู น ิ แกรม  (Unigram)  ค ื อการ ใช ้  1  โท เคน  ( Token) ต ่ อ  1  ค ่ า ส ัญญาณให ้ ก ั บ โม เดล  
เช่น {'โจทก'์: 1, 'ฟ้อง': 1, 'ว่า': 1, 'เดิม': 1} 

▪ ไ บแกรม  ( Bigram)  ค ื อก า ร ใ ช ้  2  โ ท เ คน  (Token) ต ่ อ  1  ค ่ า ส ั ญญาณ ให ้ ก ั บ โ ม เ ด ล  
เช่น {'โจทก_์ฟ้อง': 1, 'ฟ้อง_ว่า': 1, 'ว่า_เดิม': 1} 

▪ ความถี่ของคำที่ถ่วงด้วยความสำคัญ (Term frequency – Inverse Document frequency: TF-
IDF) คือค่าสัญญาณที่อ้างอิงจากสถิติการหาความสำคัญของคำ (Term) ในเอกสาร (Document) 
หนึ่ง ๆ ค่านี ้คำนวณจากผลคูณระหว่างความถี่ของคำนั ้น ๆ ต่อจำนวนคำทั้งหมดในเอกสารทั้ง
ฐานข้อมูล (Term Frequency: TF) กับจำนวนเอกสารทั้งหมดต่อจำนวนเอกสารที่มีคำนั้น ๆ ปรากฏ 
(Inverse Document Frequency: IDF)  

▪ การไขว้คำ (Word Cross Product) คือการจับคู่คำทั้งหมดจากข้อมูลรับเข้าตัวที่ 1 ไปยังข้อมูลรับเข้า
ตัวที่ 2 และ จากข้อมูลรับเข้าตัวที่ 2 ไปยังข้อมูลรับเข้าตัวที่ 1 เช่น จากรูปที่ 3.5 หากข้อมูลรับเข้า
ได้แก่รายการของคำในประโยค 2 ประโยค เช่น [‘โจทก์’, ‘ฟ้อง’, …] กับ [‘จำเลย’, ‘ที่’, …] เมื่อสร้าง
การไขว้คำจะได้ผลลัพธ์เป็น {'โจทก_์จำเลย': 1, 'โจทก_์ที'่: 1, 'ฟ้อง_จำเลย': 1, 'ฟ้อง_ที'่: 1, …} 

 
รูปที่ 3.5 แผนภาพตัวอย่างการไขว้คำ 

▪ คำลูกกลุ่ม (Hyponym) คือความสัมพันธ์ของคำ A ที่มีต่อคำ B โดยที่ A จะเป็นคำลูกกลุ่มของ B ก็
ต่อเมื่อ A มีความหมายเป็นประเภทย่อยของ B เช่น มะม่วง - ผลไม้ โดยมะม่วงเป็นคำลูกกลุ่มของ
ผลไม้ คณะผู้วิจัยกำหนดค่าสัญญาณลักษณะนี้ด้วยการใช้ไลบรารี pythainlp ดึงข้อมูลคู่ความสัมพันธ์
ทางความหมายมาจากเครือข่ายคำ (Wordnet) 

▪ คำจ่ากลุ่ม (Hypernym) คือความสัมพันธ์ของคำ A ที่มีต่อคำ B โดยที่ A จะเป็นคำจ่ากลุ่มของ B ก็
ต่อเมื่อ A มีความหมายเป็นหมวดหมู่ใหญ่ของ B เช่น สี-สีฟ้า โดยสีเป็นคำจ่ากลุ่มของสีฟ้า คณะผู้วิจัย
กำหนดค่าสัญญาณลักษณะนี้วิธีเดียวกับการกำหนดคำลูกกลุ่ม 

▪ คำซ้อนทับ (Word Overlap) คือคำที ่ปรากฏซ้ำระหว่างชุดข้อมูล ในกรณีนี ้คือข้อเท็จจริงทาง
กฎหมายในคำพิพากษาและคำอธิบายมาตรา 
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รูปแบบสถาปัตยกรรมในการทดลอง 
โมเดลแต่ละแบบที่สร้างจะถูกนำมาทดลองในสถาปัตยกรรม 2 รูปแบบคือรูปแบบการจำแนกข้อมูล

สองประเภท (Binary Classification) และรูปแบบสถาปัตยกรรมโครงข่ายประสาทเทียมสยาม (Siam Neural 
Network) เพ่ือทดสอบสมมติฐานที่ต่างกัน โดยมีรายละเอียด ดังนี้ 

1. การจำแนกข้อมูลสองประเภท (Binary Classification) 

 

 
 

รูปที่ 3.6 แผนภาพโมเดลแบบจำแนกข้อมูลสองประเภท 

การจำแนกข้อมูลสองประเภทจะใช้โมเดลข้างต้นเป็นตัวแปลง (Encoder) นำข้อมูลรับเข้าไปเข้ารหัส 
(Encode) เป็นเวกเตอร์ค่าสัญญาณที่โมเดลสามารถนำไปทำนายต่อได้ ผลลัพธ์สุดท้าย (Label) คือป้ายกำกับ
ที่ระบุว่าส่วนของข้อเท็จจริงในคำพิพากษานั้น “เกี่ยวข้อง” หรือ “ไม่เกี่ยวข้อง” กับมาตราต่าง ๆ นอกจากนี้ 
คณะผู้วิจัยต้องการทดสอบสมมติฐานที่ว่าการเพิ่มคำให้การเป็นข้อมูลรับเข้าร่วมกับคำฟ้องจะช่วยให้โมเดล
สามารถทำนายมาตราที่ถูกต้องได้ดีขึ้น ดังนั้น ข้อมูลรับเข้าในสถาปัตยกรรมนี้ จะแบ่งออกเป็น 2 ลักษณะ คือ 
การฝึกโมเดลโดยใช้เฉพาะข้อเท็จจริงส่วนคำฟ้อง (plaint) และการฝึกโมเดลที่ใช้ข้อเท็จจริงทั้งส่วนคำฟ้อง 
(plaint) และคำให้การ (defense) โดยมีรายละเอียด ดังนี้ 

1) ใช้คำฟ้องเท่านั้นเป็นค่าสัญญาณ 
ตัวแปลงที่ใช้ ได้แก่ โมเดล Bi-LSTM, CNN และ BERT และใช้ข้อมูลรับเข้าเป็นคำฟ้องเพียงอย่างเดียว 

ส่วนผลการทำนายของโมเดลจะเป็นการระบุว่าคำฟ้องนั้น “เกี่ยวข้อง” หรือ “ไม่เก่ียวข้อง” กับมาตรานั้น ๆ 
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ตารางที่ 3.3 ตารางแสดงตัวอย่างรูปแบบข้อมูลของโมเดลที่ใช้เฉพาะคำฟ้องเป็นค่าสญัญาณ 

ID ของคำพิพากษา คำฟ้อง รหัสแทนมาตราที่
เกี่ยวข้อง 

ป้ายกำกับ 

1 …. 251 1 

2 …. 629 0 

3 …. 251 1 

จากตารางที่ 3.3 ข้อมูลแรกเริ่มประกอบด้วยเลข ID ของคำพิพากษา คำฟ้อง และรหัสแทนมาตราที่
เกี่ยวข้อง เมื่อนำมาฝึกโมเดล จะเพ่ิมส่วนป้ายกำกับเข้าไปเป็นผลลัพธ์ในการฝึก แทนผลลัพธ์ด้วย 0 และ 1 ใน
ที่นี้สมมติว่าทั้งชุดข้อมูลมีทั้งหมด 3 คดีความ และเป็นตัวอย่างเฉพาะโมเดลของมาตรารหัส 251 หากคำฟ้อง
ใดเก่ียวข้องกับมาตรารหัส 251 ก็จะมีป้ายกำกับเป็น 1 หากไม่เก่ียวข้องจะมีป้ายกำกับเป็น 0 โมเดลในมาตรา
รหัสอ่ืน ๆ ก็เป็นไปในลักษณะนี้เช่นเดียวกัน 

2) ใช้คำฟ้องและคำให้การเป็นค่าสัญญาณ 
ตัวแปลงที่ใช้ ได้แก่ โมเดล Bi-LSTM, CNN, BERT และใช้ข้อมูลรับเข้าเป็นทั้งคำฟ้องและคำให้การ 

ส่วนผลการทำนายของโมเดลจะเป็นการระบุว่าคำฟ้องนั้น “เกี่ยวข้อง” หรือ “ไม่เก่ียวข้อง” กับมาตรานั้น ๆ 
ตารางที่ 3.4 ตารางแสดงตัวอย่างรูปแบบข้อมูลของโมเดลที่ใช้ทั้งคำฟ้องและคำให้การเป็นค่าสญัญาณ 

ID ของคำพิพากษา คำฟ้อง คำให้การ รหัสแทนมาตราที่
เกี่ยวข้อง 

ป้ายกำกับ 

1 …. …. 251 1 

2 …. …. 629 0 

3 …. …. 251 1 

จากตารางที่ 3.4 ข้อมูลแรกเริ่มประกอบด้วยเลข ID ของคำพิพากษา คำฟ้อง คำให้การ และรหัสแทน
มาตราที่เกี่ยวข้อง เมื่อนำมาฝึกโมเดล จะเพิ่มส่วนป้ายกำกับเข้าไปเป็นผลลัพธ์ในการฝึก แทนผลลัพธ์ด้วย 0 
และ 1 ในที่นี้สมมติว่าทั้งชุดข้อมูลมีทั้งหมด 3 คดีความ และเป็นตัวอย่างเฉพาะของโมเดลมาตรารหัส 251 
หากคู่คำฟ้องและคำให้การใดเกี่ยวข้องกับมาตรารหัส 251 ก็จะมีป้ายกำกับเป็น 1 หากไม่เกี่ยวข้องจะมีป้าย
กำกับเป็น 0 โมเดลในมาตรารหัสอ่ืน ๆ ก็เป็นไปในลักษณะนี้เช่นเดียวกัน  
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การทดลองโมเดลในการจำแนกข้อมูลสองประเภทจึงประกอบด้วยโมเดลเฉพาะแต่ละมาตรา รวม
ทั้งหมด 4 มาตรา ทั้งนี้ คณะผู้วิจัยได้แจกแจงรายละเอียดเกี่ยวกับการจัดเตรียมข้อมูล ตัวอย่างข้อมูลคำฟ้อง
และคำให้การฉบับจริงไว้ในหัวข้อ 3.2.1 

2. สถาปัตยกรรมโครงข่ายประสาทเทียมสยาม (Siam Neural Network)    

 
 

รูปที่ 3.7 แผนภาพโมเดลแบบโครงข่ายประสาทเทียมสยาม 

เนื่องจากคำพิพากษาที่รวบรวมได้มีการกระจายตัวของแต่ละมาตราค่อนข้างไม่สมดุล กล่าวคือ มีบาง
มาตราที ่ม ีจำนวนมากกว่ามาตราอื ่น ๆ ประกอบกับโมเดลรูปแบบการจำแนกข้อมูลสองประเภทมี
ความสามารถจำกัดที่สามารถทำนายได้เฉพาะมาตราที่ผ่านการฝึกฝนมาเท่านั้น หากข้อมูลมาตราใดมีน้อยก็มี
แนวโน้มที่โมเดลจะมีประสิทธิภาพที่ลดลงไปด้วย ด้วยเหตุนี้ คณะผู้วิจัยจึงรวบรวมคำอธิบายมาตราเพิ่มเติม
เพื่อฝึกโมเดลรูปแบบโครงข่ายประสาทเทียมสยามบนสถาปัตยกรรมสองประเภท คือ แบบการเรียนรู้ด้วย
ข้อมูลจำนวนน้อย (Few-shot Learning) และแบบการเรียนรู ้โดยปราศจากข้อมูลปฐมภูมิ (Zero-shot 
Learning) เนื่องจากโมเดลรูปแบบโครงข่ายประสาทเทียมสยามเหล่านี้เหมาะกับการทำนายข้อมูลที่ มีข้อมูล
ชุดฝึกจำนวนน้อยหรือไมม่ีข้อมูลชุดฝึกอยู่เลยมากกว่าโมเดลรูปแบบการจำแนกข้อมูลสองประเภท 

สถาปัตยกรรมโครงข่ายประสาทเทียมสยาม (Siamese Neural Network) เป็นลักษณะโมเดลที่ใช้ค่า
น้ำหนักร่วมกันในการประมวลผลแม้จะป้อนข้อมูลลงไปมากกว่า 1 อย่าง หากข้อมูลเหล่านั้นมีลักษณะที่
คล้ายกันมาก ค่าสัญญาณที่ได้จากโมเดลก็จะมีความคล้ายเช่นกัน คณะผู้วิจัยจึงใช้แนวคิดของโมเดลนี้มา
ประยุกต์ใช้เพื่อตัดสินว่าข้อเท็จจริงนั้นเกี่ยวข้องกับมาตราที่ให้หรือไม่ โดยให้โมเดลเทียบความคล้ายระหว่าง
ข้อความในข้อเท็จจริงกับคำอธิบายมาตรา โดยอิงสมมติฐานที่ว่าหากข้อเท็จจริงนั้นเกี่ยวกับมาตราดังกล่าว 
ความหมายและลักษณะคำก็ควรจะมีความคล้ายคลึงกัน ผลลัพธ์ที่ได้จากโมเดลลักษณะนี้คือป้ายกำกับที่ระบุ
ว่าส่วนของข้อเท็จจริงในคำพิพากษา “เกี่ยวข้อง” หรือ “ไม่เกี่ยวข้อง” กับมาตราต่าง ๆ เช่นเดียวกัน ดังรูปที่ 
3.7 ทั้งนี้ ในการทดลองจะใช้โมเดลโครงข่ายย่อย (Sub-network) ที่ต่างกัน 2 รูปแบบ ได้แก่ โครงข่ายที่ใช้
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ข้อมูลจำนวนน้อยในการเรียนรู้ (Few-shot Network) และโครงข่ายที่ปราศจากข้อมูลปฐมภูมิในการเรียนรู้ 
(Zero-shot Network) ซ่ึงมีรายละเอียดต่างกัน 

โครงข่ายที ่ใช้ข้อมูลจำนวนน้อยในการเรียนรู ้ (Few-shot Network) จะใช้โมเดลต่างๆ เป็นตัว 
แปลงบนสถาปัตยกรรมโครงข่ายประสาทเทียมสยาม โดยคณะผู้วิจัยจะฝึกโมเดลหนึ่งให้สังเกตลักษณะค่า
สัญญาณของคำฟ้อง และอีกโมเดลหนึ่งสังเกตลักษณะค่าสัญญาณของคำอธิบายมาตรา แล้วนำค่าสัญญาณ
จากโมเดลทั้งสองมาเทียบค่าสูญเสียเปรียบต่าง (Contrastive Loss) เพ่ือทำนายว่าคำฟ้องนั้นมีความเกี่ยวข้อง
กับคำอธิบายมาตราที่ให้หรือไม่ แต่ในกรณีของโครงข่ายย่อยแบบ Few-shot ข้อมูลที่มีป้ายกำกับตามที่
กำหนดในช่วงการเรียนรู้ของโมเดลจะปรากฎอยู่ในข้อมูลชุดทดสอบด้วย 
ตารางที่ 3.5 ตารางแสดงตัวอย่างรูปแบบข้อมูลของโมเดลในโครงขา่ยย่อยแบบ Few-shot  

ID ของคำพิพากษา คำฟ้อง คำอธิบายมาตรา รหัสแทนมาตราที่
เกี่ยวข้อง 

ป้ายกำกับ 

1 …. A 251 1 

2 …. B 629 0 

3 …. A 251 1 

จากตารางที่ 3.5 ข้อมูลแรกเริ่มประกอบด้วยเลข ID ของคำพิพากษา คำฟ้อง คำอธิบายมาตรา และ
รหัสแทนมาตราที่เกี่ยวข้อง เมื่อนำมาฝึกโมเดล จะเพิ่มส่วนป้ายกำกับเข้าไปเป็นผลลัพธ์ในการฝึก และแทน
ผลลัพธ์ด้วย 0 และ 1 ในที่นี้สมมติว่าทั้งชุดข้อมูลมีทั้งหมด 3 คดีความ และเป็นตัวอย่างเฉพาะโมเดลของ
มาตรารหัส 251 หากคู่คำฟ้องและคำอธิบายมาตราใดสอดคล้องกัน ก็จะมีป้ายกำกับเป็น 1 หากไม่สอดคล้อง
กันจะมีป้ายกำกับเป็น 0 โมเดลในมาตรารหัสอื่น ๆ ก็เป็นไปในลักษณะนี้เช่นเดียวกัน จึงทำให้ Few-shot 
Network มีโมเดลแยกกันไปเป็นโมเดลเฉพาะของแต่ละมาตรา รวมทั้งหมด 4 มาตราเช่นกัน  

โครงข่ายที่ปราศจากข้อมูลปฐมภูมิในการเรียนรู้ (Zero-shot Network) จะใช้โมเดลต่าง ๆ เป็น
ตัวแปลงบนสถาปัตยกรรมโครงข่ายประสาทเทียมสยาม โดยคณะผู้วิจัยจะฝึกโมเดลหนึ่งให้สังเกตลักษณะค่า
สัญญาณของคำฟ้อง และอีกโมเดลหนึ่งสังเกตลักษณะค่าสัญญาณของคำอธิบายมาตรา แล้วนำค่าสัญญาณ
จากโมเดลทั้งสองมาเทียบค่าสูญเสียเปรียบต่าง เพ่ือทำนายว่าคำฟ้องนั้นมีความเกี่ยวข้องกับคำอธิบายมาตราที่
ให้หรือไม่ แต่โครงข่ายย่อยแบบ Zero-shot แตกต่างจากโครงข่ายลักษณะแรกคือ โมเดลในโครงข่ายลักษณะ
นี้จะไม่มีโอกาสได้เห็นลักษณะข้อมูลที่มีป้ายกำกับตามท่ีกำหนดในช่วงการเรียนรู้ของโมเดลในข้อมูลชุดทดสอบ
เลย และต้องทำนายข้อมูลป้ายกำกับใหม่ที่เป็นมาตราที่ไมเ่กี่ยวข้องกับมาตรา 420 ทำให้โมเดลไม่มีองค์ความรู้
ของลักษณะข้อมูลดังกล่าวมาก่อน 
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ตารางที่ 3.6 ตารางแสดงตัวอย่างรูปแบบข้อมูลของโมเดลในโครงขา่ยย่อยแบบ Zero-shot 

ID ของคำพิพากษา คำฟ้อง คำอธิบายมาตรา รหัสแทนมาตราที่
เกี่ยวข้อง 

ป้ายกำกับ 

1 …. A 251 1 

1 …. B 629 0 

1 …. C 135 0 

2 …. A 251 0 

2 …. B 629 1 

2 …. C 135 0 

จากตารางที่ 3.6 ข้อมูลแรกเริ่มประกอบด้วยเลข ID ของคำพิพากษา คำฟ้อง คำอธิบายมาตรา และ
รหัสแทนมาตราที่เกี่ยวข้อง เมื่อนำมาฝึกโมเดล จะเพิ่มส่วนป้ายกำกับเข้าไปเป็นผลลัพธ์ในการฝึก และแทน
ผลลัพธ์ด้วย 0 และ 1 ในที่นี้สมมติว่าทั้งชุดข้อมูลมีทั้งหมด 2 คดีความและ 3 มาตราเท่านั้น จะจับคู่คำฟ้อง
และคำอธิบายมาตราในทุกรูปแบบที่เป็นไปได้ ทำให้มีป้ายกำกับที่เป็น 0 มากขึ้น โมเดลในรูปแบบนี้จึงต่างกับ
โมเดลอื่นที่ไม่ต้องฝึกแยกไปในแต่ละมาตรา ชุดข้อมูลลักษณะนี้ทำให้โมเดลสามารถเรียนรู้ลักษณะได้ครบทุก
มาตราในหนึ่งโมเดลโดยไม่จำเป็นต้องฝึกโมเดลแยกแต่ละมาตรา เพราะสามารถเรียนรู้จากลักษณะความ
สอดคล้องหรือไม่สอดคล้องในทุกรูปแบบของข้อมูลที่มีอยู่  คณะผู้วิจัยได้แจกแจงรายละเอียดเกี่ยวกับการ
จัดเตรียมข้อมูล ตัวอย่างข้อมูลคำฟ้อง และคำอธิบายมาตราฉบับจริงไว้ในหัวข้อ 3.2.1 

 

ในส่วนของการฝึกโมเดล คณะผู้วิจัยใช้ลักษณะโมเดลตามที่ได้กล่าวไปข้างต้น โดยแบ่งชุดข้อมูล
ออกเป็น 3 ส่วน ได้แก่ ข้อมูลชุดฝึก 70% ข้อมูลวัดเพื่อปรับโมเดลระหว่างฝึก 15% และข้อมูลชุดทดสอบ
ประสิทธิภาพของโมเดล 15% 

จำนวนชุดข้อมูลที่ใช้ในในการฝึกฝนโมเดลการจำแนกข้อมูลสองประเภท เท่ากับ 2,352 คู่ชุดข้อมูลต่อ
หนึ่งมาตราที่เกี่ยวข้อง ตามรูปที่ 3.8 ในขณะที่โมเดลแบบโครงข่ายประสาทเทียมสยามโครงข่ายย่อยแบบการ
เรียนรู้ด้วยข้อมูลจำนวนน้อย (Few-shot Sub-network) และโครงข่ายย่อยแบบการเรียนรู้โดยปราศจาก
ข้อมูลปฐมภูมิ (Zero-shot Sub-network) ล้วนใช้ข้อมูลตั้งต้นชุดเดียวกันจำนวน 15,055 ข้อมูล หลังจาก
ปรับข้อมูลมีจำนวนชุดข้อมูลที่ใช้ในการฝึกฝนทั้งหมดเท่ากับ 37,870 คู่ชุดข้อมูล ซึ่งประกอบด้วยสัดส่วนของ
ป้ายกำกับของแต่ละมาตราตามรูปที่ 3.9 
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รูปที่ 3.8 สัดส่วนป้ายกำกบัในโมเดลการจำแนกแบบสองประเภทของแต่ละมาตรา 

 
รูปที่ 3.9 สัดส่วนป้ายกำกบัในโมเดลแบบโครงข่ายประสาทเทียมสยามของแต่ละมาตรา 

 

ในการฝึกโมเดลโครงข่ายประสาทเทียม คณะผู้วิจัยใช้ Word Embedding จำนวน 300 มิติที่สร้าง
จากไลบรารี fastText ซึ่งผ่านการเรียนรู้ข้อมูลคำมาก่อนจากคลังข้อมูล Common Crawl และคลังข้อมูล 
Wikipedia และปรับจำนวนรอบของการฝึกโมเดลทั้งชุดข้อมูล (Epoch) ตามความเหมาะสมของโมเดล โดย
ควบคุมขนาดการแบ่งชุดข้อมูลเพื่อป้อนเข้าโมเดลระหว่างฝึก (Batch Size) ให้อยู่ระหว่าง 24-60 และใช้
อัลกอริทึมอดัม (Adam) สำหรับหาค่าน้ำหนักที่เหมาะสมที่สุดที่ทำให้ค่าสูญเสียน้อยที่สุด (Optimizer) 
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สำหรับโมเดล CNN คณะผู้วิจัยได้กำหนดไฮเปอร์พารามิเตอร์เพิ่มเติมจากที่กล่าวไปข้างต้น ในโมเดล
การจำแนกข้อมูลสองประเภทกำหนดจำนวนฟิลเตอร์ (Filter) เท่ากับ 128 และขนาดฟิลเตอร์ (Kernel) 
เท่ากับ 28 ส่วนโมเดลแบบโครงข่ายประสาทเทียมสยามกำหนดจำนวนฟิลเตอร์เท่ากับ 64 และ 80 ขนาด
ฟิลเตอร์เท่ากับ 5 และ 15 และกำหนดขนาดเวกเตอร์สำหรับการเลือกค่าสูงสุดของเวกเตอร์ (pool size) 
เท่ากับ 2 โดยใช้ฟังก์ชันฟังก์ชันเรคติไฟด์เชิงเส้น (ReLu) เป็นฟังก์ชันกระตุ้น ทั้งนี้ ระหว่างชั้นประมวลผลจะมี
การสุ่มปิดหน่วยประมวลผล (Dropout) ร้อยละ 50 เพื่อลดการเกิดปัญหาที่โมเดลมีประสิทธิภาพเฉพาะใน
ข้อมูลชุดฝึก (Overfitting) 

นอกจากนี้  คณะผู ้ว ิจ ัยใช ้ Word Embedding จากโมเดล BERT และใช้ BERT ชนิดที ่เร ียกว่า 
Multilingual base model หรือ mBERT ที่สามารถรองรับได้เป็นจำนวนกว่า 104 ภาษา รวมภาษาไทย
เช่นกัน โดย Word Embedding ของ mBERT นี้มีจำนวน 768 มิติ และได้ผ่านการเรียนรู้คำมาก่อนจากข้อมูล
ทั้งหมดในคลังข้อมูล Wikipedia ของทุก ๆ ภาษา จึงทำให้ Word Embedding ของ mBERT มีข้อมูลคำที่
มากกว่า Word Embedding อื ่นๆ ที ่ผ ่านการเรียนรู ้ข ้อมูลคำมาก่อนแล้วเช่นกันและมีแนวโน้มที ่จะ
ประสิทธิภาพมากกว่า  

คณะผู้วิจัยทดลองโมเดล mBERT ใน 2 ลักษณะโดยอ้างอิงจากสถาปัตยกรรมที่เคยใช้มาก่อนหน้านี้
คือรูปแบบการจำแนกข้อมูลสองประเภท (Binary Classification) ซึ ่งในที ่นี ้จะใช้ mBERT เป็นตัวแปลง 
(Encoder) ข้อมูลรับเข้าให้เป็นค่าสัญญาณท่ีโมเดลสามารถนำไปทำนายต่อไป แต่ข้อมูลรับเข้าของ BERT และ 
mBERT จะมีลักษณะต่างออกไปคือจะรับข้อมูลรับเข้าเพียงอันเดียว โดยจะใส่ข้อมูลมากกว่า 2 อย่างได้ด้วย
การใช้อักขระพิเศษ [SEP] คั่นและเชื่อมเป็นข้อมูลรับเข้า 1 หน่วย 

ส่วนอีกรูปแบบหนึ่งคือโครงข่ายประสาทเทียมสยาม (Siamese Neural Network) ซึ่งในที่นี้จะใช้ 
Word Embedding ของ mBERT มาหาเทียบหาความคล้ายระหว่างข้อความในข้อเท็จจริงกับคำอธิบาย
มาตราแทน และใช้โมเดลอื่นมากำหนดเกณฑ์เพื่อตัดสินว่าข้อเท็จจริงนั้นเกี่ยวข้องกับคำอธิบายมาตราที่ให้
หรือไม ่

1) mBERT แบบ Next sentence prediction (เทียบเคียงการจำแนกข้อมูลสองประเภท) 

 

รูปที่ 3.10  แผนภาพโมเดล mBERT แบบจำแนกข้อมูลสองประเภท 
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โมเดลนี้ใช้ mBERT เป็นเครื่องจำแนกประเภทโดยตรง โดยรวมคำฟ้องและคำอธิบายมาตราให้เป็น
หนึ่งข้อมูลป้อนเข้าด้วยเครื่องหมายคั่นพิเศษ [SEP] โดยแบ่งความยาวให้เป็นข้างละ 255 โทเคน ความยาว
สูงสุดของข้อมูลป้อนเข้าจึงเป็น 510 โทเคน และเม่ือใส่ข้อมูลป้อนเข้าแล้วจะให้โมเดลจำแนกออกมาว่าคำฟ้อง
และคำอธิบายมาตรานี้มีความ ‘เกี่ยวข้อง’ หรือ ‘ไม่เก่ียวข้อง’ 

การกำหนดไฮเปอร์พารามิเตอร์ ได้แก่ การควบคุมขนาดการแบ่งชุดข้อมูลเพื่อป้อนเข้าโมเดลระหว่าง
ฝึก (Batch Size) ให้เป็น 10 และใช้อัลกอริทึมอดัม (Adam) สำหรับหาค่าน้ำหนักที่เหมาะสมที่สุดที่ทำให้ค่า
สูญเสียน้อยที่สุด (Optimizer) โดยที่มีอัตราค่าการเรียนรู้ (Learning rate) อยู่ที่ 5e-6 

2) mBERT แบบใช้ค่าระยะห่างโคไซน์ (Cosine distance) จาก Word Embeddings (เทียบเคียง
โครงข่ายประสาทเทียมแบบสยาม) 

 

รูปที ่3.11 แผนภาพโมเดล mBERT แบบโครงข่ายประสาทเทียมสยาม 

ในโมเดลนี้คณะผู้วิจัยได้นำคำฟ้องและคำอธิบายมาตรามาแปลงเป็น Word Embedding ด้วยตัว
แปลง mBERT เพ ื ่อนำค ่าส ัญญาณมาคำนวณหาค ่าความต ่างด ้วยค ่าระยะห ่างโคไซน ์  (Cosine 
Distance) ระหว่างค่าสัญญาณคำฟ้องและค่าสัญญาณคำอธิบายมาตรา 

เมื่อได้ค่าความต่างระหว่างคำฟ้องและคำอธิบายมาตราแล้ว เท่ากับว่าได้มา 1 ค่าสัญญาณ ในขั้นตอน
ถัดไปคือการนำค่าสัญญาณ 1 มิตินี้เข้าโมเดลอื่น เพ่ือให้โมเดลอื่นช่วยตัดสินใจว่า หากมีค่าความต่างเท่านี้ ควร
ให้ป้ายกำกับว่าคู่ชุดข้อมูล คำฟ้องและคำอธิบายมาตรา เกี่ยวข้องกันหรือไม่ โดยใช้โครงข่ายประสาทเทียม
เฉลี่ยเชิงลึก (Deep Averaging Neural Network: DAN) เป็นเครื่องกำหนดเกณฑ์ดังกล่าว 

สำหรับโมเดล DAN คณะผู้วิจัยควบคุมขนาดการแบ่งชุดข้อมูลเพื่อป้อนเข้าโมเดลระหว่างฝึก (Batch 
Size) ให้อยู่ระหว่าง 24-64 และใช้อัลกอริทึมอดัม (Adam) สำหรับหาค่าน้ำหนักที่เหมาะสมที่สุดที่ทำให้ค่า
สูญเสียน้อยที่สุด (Optimizer) 

 

ในสถาปัตยกรรมการจำแนกข้อมูลสองประเภท คณะผู้วิจัยไดฝ้ึกโมเดลที่จำเพาะต่อมาตราหนึ่งเท่านั้น 
กล่าวคือ โมเดลหนึ่งตัวจะถูกฝึกให้ทำนายหนึ่งมาตรา ค่า f1-score จึงถูกเลือกใช้เพื่อวัดประสิทธิภาพการ
ทำนายมาตรานั้น ๆ ของโมเดล ทั้งสถาปัตยกรรมที่ใช้คำฟ้องเป็นข้อมูลรับเข้าเท่านั้น และสถาปัตยกรรมที่ใช้



 
 
 

56 

 

คำฟ้องร่วมกับคำให้การเป็นข้อมูลรับเข้า อีกท้ัง ค่า f1-score ยังถูกนำมาใช้เพื่อเปรียบเทียบประสิทธิภาพการ
ทำนายมาตราด้วยโมเดลโครงข่ายประสาทเทียมสยามว่าโมเดลจะสามารถทำนายมาตราที่พบได้น้อยในข้อมูล
ชุดฝึกได้ดีเพียงใด เมื่อเทียบกับโมเดลที่ถูกฝึกมาจำเพาะต่อมาตรานั้น ๆ  

สำหรับการประเมินประสิทธิภาพของระบบค้นคืนมาตราที่เกี่ยวข้องโดยตรง คณะผู้วิจัยจะใช้มาตรวัด 
f1-score@3 ในสถาปัตยกรรมแบบโครงข่ายประสาทเทียมสยาม กล่าวคือจะคำนวณค่า f1-score เฉพาะ
ข้อเท็จจริงที่มีค่าความน่าจะเป็นของการทำนายมาตรานั้น ๆ สูงสุด 3 อันดับในแต่ละคำพิพากษา เนื่องจาก
คณะผู้วิจัยพบว่าลักษณะการกระจายตัวของข้อมูลที่ไม่ปกติ และมาตราที ่เกี ่ยวข้องซึ่งถูกกำกับมาจาก
เจ้าหน้าที่นั้นอาจไม่ได้ครอบคลุมข้อกฎหมายที่อาจเกี่ยวข้องจริงทั้งหมด เช่น ข้อกฎหมายบางมาตราอาจถูกละ
เนื ่องจากเป็นข้อกฎหมายที ่ให้ข้อมูลเชิงกว้าง เป็นต้น การใช้มาตรวัด f1-score@3 จึงสามารถแสดง
ประสิทธิภาพในการค้นคืนมาตราที่เกี่ยวข้องได้เหมาะสมกว่า นอกจากนี้ คณะผู้วิจัยได้นำระบบค้นคืนมาตรา
ในงานวิจัยนี้มาเปรียบเทียบค่า f1-score@3 กับเครื่องมือค้นหาและสืบค้นข้อมูล (Elasticsearch) ที่เป็น
ตัวชี้วัดมูลฐานในการสร้างโปรแกรมค้นหา (Search Engine) ประกอบเพิ่มเติม ซึ่งเครื่องมือดังกล่าวจะค้นคืน
มาตราที่เก่ียวข้องจากการให้ความสำคัญกับการจับคู่คำในคำค้นหาเป็นหลักเท่านั้น 
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  ผลการทดลอง 
 
ในบทนี้จะกล่าวถึงผลการทดลองประสิทธิภาพของโมเดลในการทำนายมาตราที่เกี่ยวข้อง ได้แก่ ผล

การทำนายของโมเดลแบบการจำแนกข้อมูลสองประเภทเพื่อทดสอบสมมติฐานการใช้คำให้การเป็นข้อมูล
ร ับเข้าประกอบกับคำฟ้อง ผลการทำนายของโมเดลแบบโครงข่ายประสาทเทียมสยามเพื ่อทดสอบ
ความสามารถในการทำนายมาตราที่เกี่ยวข้องโดยกว้างจากชุดข้อมูลฝึกท่ีจำกัด และผลแสดงประสิทธิภาพการ
ใช้โมเดลโครงข่ายประสาทเทียมสยามสำหรับประยุกต์ใช้เป็นระบบค้นคืนมาตราที่เกี่ยวข้อง 
ตารางที่ 4.1 ผล f1-score ของการจำแนกข้อมูลสองประเภทโดยเปรียบเทียบระหว่างโมเดลและระหว่างลักษณะข้อมลูรับเข้า 
ให ้P หมายถึงคำฟ้อง และ D หมายถึงคำให้การ 

ประเภทโมเดล 
มาตรา 55 มาตรา 425 มาตรา 438 มาตรา 172 

P P+D P P+D P P+D P P+D 

MaxEnt (unigram) 0.235 0.179 0.247 0.359 0.232 0.205 0.164 0.263 

MaxEnt 
(unigram+bigram) 

0.215 0.157 0.319 0.290 0.206 0.152 0.130 0.222 

MaxEnt (TF-IDF) 0.240 0.204 0.366 0.353 0.143 0.073 0.085 0.250 

Bi-LSTM 0.348 0.267 0.521 0.384 0.107 0.200 0.097 0.209 

CNN 0.310 0.287 0.511 0.447 0.202 0.143 0.164 0.124 

จากตารางที่ 4.1 คณะผู้วิจัยพบว่าการใช้คำฟ้องร่วมกับคำให้การเป็นข้อมูลรับเข้าสำหรับโมเดลไม่ได้
ทำให้ประสิทธิภาพในการทำนายมาตราที่เกี่ยวข้องต่าง ๆ ของโมเดลดีขึ้นกว่าการใช้คำฟ้องเป็นข้อมูลรับเข้า
เพียงอย่างเดียว แต่คณะผู้วิจัยสังเกตเห็นว่าในบางข้อกฎหมาย เช่น ประมวลกฎหมายวิธีพิจารณาความแพ่ง 
มาตรา 172 การใช้คำให้การประกอบคำฟ้องส่งผลให้ประสิทธิภาพของโมเดลดีขึ้นในโมเดลส่วนใหญ่ สาเหตุ
อาจเนื่องมาจากมาตรานี้เป็นมาตราที่ใช้สำหรับการโต้แย้งของจำเลย ค่าสัญญาณที่บ่งบอกถึงมาตรานี้จึงมี
แนวโน้มที่จะอยู่ในคำให้การด้วย ดังนั้น คำให้การจึงมีส่วนช่วยอย่างมากกับโมเดลที่ทำนายมาตราลักษณะนี้  

นอกจากนี้คณะวิจัยพบว่าโมเดล Bi-LSTM และโมเดล CNN มีประสิทธิภาพดีกว่าโมเดล MaxEnt ใน
ประมวลกฎหมายวิธีพิจารณาความแพ่ง มาตรา 55 และประมวลกฎหมายแพ่งและพาณิชย์ มาตรา 425 



 
 
 

58 

 

สาเหตุอาจเนื่องมาจากประมวลกฎหมายวิธีพิจารณาความแพ่ง มาตรา 55 เป็นมาตราที่ปรากฎค่อนข้างบ่อย
ในคำพิพากษาจำนวนมาก การใส่คำท่ีบ่งบอกมาตรานี้ในคำพิพากษาอย่างชัดเจนนั้นจึงอาจขึ้นอยู่กับดุลยพินิจ
ของผู้เขียน ส่งผลให้เนื้อหามีความซับซ้อน และยากต่อการพิจารณาเฉพาะในระดับคำเพียงอย่างเดียว อีกทั้ง 
โมเดล Bi-LSTM และ CNN มีประสิทธิภาพดีกว่าในการทำนายระดับประโยค และสามารถจับค่าสัญญาณจาก
กลุ่มคำหลายรูปแบบ ตามลำดับ ผลลัพธ์ของมาตราเหล่านี้จึงออกมาดีกว่าโมเดล MaxEnt ที่จำกัดเฉพาะค่า
สัญญาณระดับคำ ในขณะเดียวกัน คณะผู้วิจัยสังเกตได้ว่าคำศัพท์ที่ใช้ในประมวลกฎหมายแพ่งและพาณิชย์ 
มาตรา 425 ซึ่งมีเนื้อหาเกี่ยวข้องกับนายจ้างและลูกจ้างมีลักษณะค่อนข้างเฉพาะ ผลของโมเดล Maxent ใน
มาตรานี้จึงดีกว่าในมาตราอื่น ๆ เป็นพิเศษ อย่างไรก็ตาม ประสิทธิภาพของโมเดลก็ยังคงต่ำกว่า โมเดล Bi-
LSTM และโมเดล CNN 
ตารางที่ 4.2 ผลการเปรยีบเทียบคา่ f1-score ของแต่ละสถาปัตยกรรม 

ประเภท
สถาปัตยกรรม 

ประเภทโมเดล 

Few Shot Zero Shot 

มาตรา 
55 

มาตรา
425 

มาตรา 
438 

มาตรา 
172 

มาตราทั้งหมดที่ไม่
เกี่ยวกับมาตรา 420  

Siamese 
Neural 

Network 

MaxEnt 0.2000 0.4416 0.2025 0.1565 0.0169 

Bi-LSTM 0.3162 0.2541 0.2643 0.1871 0.1049 

CNN 0.3162 0.2406 0.1168 0.0556 0.0262 

BERT (Cosine similarity) 0.2652 0.0916 0.1395 0.1223  

Binary 
Classification 

MaxEnt (unigram) 0.2352 0.2469 0.2315 0.1639  

MaxEnt (uni+bigram) 0.2150 0.3188 0.2058 0.1304  

MaxEnt (TfIdf) 0.2407 0.3661 0.1428 0.0851  

Bi-LSTM 0.3478 0.5210 0.1684 0.2000  

CNN 0.3097 0.5106 0.2016 0 .1643  

BERT (NSP) 0.1446 0.0604 0.0455 0.0952  

จากตารางที่ 4.2 ผลของการทำนายมาตราที่เกี่ยวข้องของโมเดลต่าง ๆ บนสถาปัตยกรรมโครงข่าย
ประสาทเทียมแบบสยาม แสดงให้เห็นว่าโมเดล Bi-LSTM ทำนายได้ดีที ่สุดในมาตราส่วนใหญ่ แต่ไม่ได้มี
ประสิทธิภาพทีดี่กว่าอย่างเห็นได้ชัด 

นอกจากนี้ คณะผู้วิจัยพบว่าประสิทธิภาพการทำนายมาตราที่เกี ่ยวข้องของโมเดลบนโครงข่าย
ประสาทเทียมแบบสยามมีความใกล้เคียงกับโมเดลการจำแนกข้อมูลสองประเภทในประมวลกฎหมายแพ่งและ
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พาณิชย์มาตรา 438 และประมวลกฎหมายวิธีพิจารณาความแพ่งมาตรา 172 ของโมเดล Bi-LSTM แม้ว่า
โมเดลบนโครงข่ายประสาทเทียมสยามจะไม่ได้เรียนรู้คำฟ้องของแต่ละมาตรามาโดยเฉพาะ เช่นเดียวกับโมเดล
การจำแนกข้อมูลสอบประเภท จากผลการทดลองนี้อาจสรุปได้ว่าโมเดลโครงข่ายประสาทเทียมแบบสยามมี
ความเป็นไปได้ที่จะสามารถทำนายมาตราที่โมเดลไม่ได้เรียนรู้จากข้อมูลชุดฝึก 

ในขณะที่โมเดลที่ปราศจากปราศจากข้อมูลปฐมภูมิในการเรียนรู้ (Zero-shot) ทำนายได้ดีน้อยกว่า
โมเดลที่พัฒนาขึ้นด้วยข้อมูลชุดฝึกที่มีจำนวนน้อย (Few-shot) อย่างไรก็ตาม แม้โมเดลจะไม่มีข้อมูลในการ
เรียนรู้ประกอบ แต่ประสิทธิภาพการทำนายมาตราที่เกี่ยวข้องของโมเดลนั้นยังสามารถแสดงผลออกมาได้ดใีน
ระดับหนึ่ง ทั้งนี้ อาจมีสาเหตุมาจากโมเดลเหล่านี้มีองค์ความรู้ทั่วไปเกี่ยวกับภาษาจากกระบวนการถ่ายทอด
การเรียนรู้ (Transfer Learning) ที่โมเดลได้รับผ่านเวกเตอร์ของคำที่ได้จากการเรียนรู้ของโมเดลอื่นมาก่อน 
(Pretrained Word Embedding) แล้วในระดับหนึ่ง 

สำหรับประเภทโมเดลตัวเข้ารหัสแบบสองทิศทางในรูปแบบตัวแปลง (BERT) มีประสิทธิภาพการ
ทำนายที่ต่ำที่สุดในทั้งสองสถาปัตยกรรม อาจมีสาเหตุมาจากความยาวเอกสารทางกฎหมายมีความยาวมาก
เกินกว่าที่โมเดลจะเก็บข้อมูลได้หมด และโมเดล BERT นั้นถูกฝึกมาจากฐานข้อมูลขององค์ความรู้ทั่วไป การ
นำมาใช้กับเอกสารทางกฎหมายที่ปรากฏการใช้คำเฉพาะทาง จึงอาจทำให้โมเดลไม่สามารถเก็บค่าสัญญาณ
เหล่านี้ได้ครบถ้วน 
ตารางที่ 4.3 ผล f1-score@3 ของโครงข่ายประสาทเทียมสยามโดยเปรียบเทยีบผลระหว่างโมเดล 

ประเภทโมเดล 

Few-shot Zero-shot 

มาตรา 55 มาตรา 425 มาตรา 438 มาตรา 172 
มาตราทั้งหมดที่ไม่เกี่ยวกับ

มาตรา 420 

Bi-LSTM 0.5057 0.4083 0.4091 0.3086 0.3164 

CNN 0.5678 0.4062 0.4072 0.2737 0.3307 

BERT 0.6398 0.3137 0.1212 0.1089  

Elasticsearch 0.3759 0.0000 0.3853 0.2021  

อย่างไรก็ตาม เมื่อนำโมเดลบนโครงข่ายประสาทเทียมสยามมาวัดประสิทธิภาพการค้นคืนมาตราที่
เกี่ยวข้อง (Information Retrieval) ด้วยค่า f1-score@3 คณะผู้วิจัยพบว่าประสิทธิภาพของโมเดลดีขึ้นอย่าง
มากในแต่ละมาตราอย่างสม่ำเสมอ ทั้งโมเดลที่มีข้อมูลชุดฝึกจำนวนน้อย (Few-shot) และโมเดลที่ปราศจาก
ข้อมูลชุดฝึก (Zero-shot) อีกทั้ง เมื่อเทียบกับผลการค้นหามาตราที่เกี่ยวข้องด้วยเครื่องมือค้นหาและสืบค้น
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ข้อมูล (Elasticsearch) โมเดลบนโครงข่ายประสาทเทียมสยามที่คณะผู้วิจัยพัฒนาขึ้นก็มีประสิทธิภาพดีกว่า
เช่นกัน แสดงให้เห็นว่าโมเดลมีความสามารถในการคัดกรองระดับความเกี่ยวข้องมาตราหนึ่ง ๆ ที่มีต่อคำ
พิพากษาได้ด ี
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  สรุปการอภิปรายผลและข้อเสนอแนะ 
 
สืบเนื่องจากผลการดำเนินงานของโครงการการวิเคราะห์คดีละเมิดด้วยปัญญาประดิษฐ์ (ระยะที่ 1) 

คณะผู้วิจัยได้เก็บรวบรวมข้อมูลประมวลกฎหมายที่เกี่ยวข้องกับคำพิพากษาทั้งหมดเพิ่มเติมจากฐานข้อมูลคำ
พิพากษาคดีละเมิดเดิมที่ประกอบด้วยคำฟ้อง คำให้การ และป้ายกำกับมาตราที่เกี่ยวข้องจากการสกัดเฉพาะ
คำพิพากษาที่เก่ียวข้องกับประมวลกฎหมายแพ่งและพาณิชย์ มาตรา 420 จำนวน 4,448 คดี เมื่อได้ฐานข้อมูล
ที่สมบูรณ์มากขึ้น คณะผู้วิจัยจึงนำข้อมูลเหล่านี้เป็นค่าสัญญาณหลักในการเรียนรู้ของโมเดลต่าง ๆ ในการหา
ความสัมพนัธ์ระหว่างข้อเท็จจริงและมาตราที่เก่ียวข้องกับข้อเท็จจริงในคำพิพากษา เพ่ือตัดสินว่ามาตราที่กำลัง
พิจารณาอยู่นั้นเกี่ยวข้องกับคดีความหรือไม่ และนำไปพัฒนาเป็นระบบค้นคืนมาตราที่เก่ียวข้องต่อไป 

เมื่อถึงข้ันตอนการพัฒนาโมเดล คณะผู้วิจัยได้ใช้โมเดล Bi-LSTM, CNN, BERT บนสถาปัตยกรรมการ
จำแนกข้อมูลสองประเภท เพื่อทดสอบการใช้คำให้การเป็นข้อมูลรับเข้าประกอบกับคำฟ้อง จากการทดลอง
ได้ผลว่าการเพ่ิมคำให้การไม่มีผลอย่างชัดเจนในการพัฒนาประสิทธิภาพการทำนายมาตราที่เกี่ยวข้องส่วนใหญ่
ของโมเดลต่าง ๆ นอกจากนี้คณะผู้วิจัยยังใช้โมเดลเดียวกันนี้บนสถาปัตยกรรมโครงข่ายประสาทเทียมสยาม 
เพ่ือหาความคล้ายระหว่างคำฟ้องและคำอธิบายมาตรา เพ่ือทดสอบว่าโมเดลจะสามารถทำนายมาตราที่พบได้
น้อย (Few-shot) หรือไม่ปรากฏ (Zero-shot) ในข้อมูลชุดฝึกได้ดีเพียงใด จากผลการทดลองปรากฏว่าโมเดล 
Bi-LSTM ทำนายได้ดีที่สุดในมาตราส่วนใหญ่ และประสิทธิภาพของผลการทำนายทัดเทียมกับโมเดลแบบ
จำแนกข้อมูลสองประเภทที่ถูกฝึกด้วยข้อมูลเฉพาะมาตราในบางข้อกฎหมาย อีกทั้ง โมเดลโครงข่ายประสาท
เทียมแบบสยามยังมีประสิทธิภาพการทำนายดีกว่าเครื่องมือค้นหาและสืบค้นข้อมูล (Elasticsearch) ซึ่งเป็น
ตัวชี้วัดมูลฐานในการสร้างระบบค้นคืน และมีคะแนน f1-score@3 มากกว่าร้อยละ 50 ในมาตรา 55 จากผล
การทดลองทั้งหมดอาจกล่าวได้ว่าโมเดลที่คณะผู้วิจัยพัฒนาขึ้นอาจนำไปพัฒนาเป็นระบบค้นคืนมาตราที่
ครอบคลุมข้อกฎหมายที่กว้างมากขึ้น และเป็นประโยชน์ต่อการนำไปประยุกต์ใช้กับคำพิพากษาในบริบทที่
แตกต่างออกไป โดยไม่จำเป็นต้องเริ่มต้นฝึกโมเดลตั้งแต่แรกเริ่ม อันเป็นการประหยัดเวลา ทรัพยากร และ
แก้ปัญหาข้อจำกัดของปริมาณข้อมูล 

ข้อเสนอของคณะผู้วิจัยคือ หากสามารถนำโมเดล ระเบียบวิธีการต่าง ๆ ในงานวิจัยนี้ไปพัฒนา
ประสิทธิภาพให้สูงขึ้น หรือนำไปประยุกต์ต่อยอดได้จริง งานวิจัยนี้จะสามารถช่วยสนับสนุนการเข้าถึง
คำแนะนำทางกฎหมายให้เป็นไปอย่างมีประสิทธิภาพ รวดเร็วและทั่วถึงได้มากขึ้น และยังเป็นการสนับสนุน
สาขาใกล้เคียงที่เป็นลักษณะสหวิชาอ่ืน ๆ ให้เกิดงานวิจัยเพื่อพัฒนาองค์ความรู้ในสาขาวิชานิติศาสตร์ต่อไปอีก
ด้วย ข้อเสนอแนะท่ีมีประโยชน์เพื่อใช้ในการต่อยอดงานวิจัยนี้ต่อไป ได้แก่ 

1) ควรใช้คำพิพากษาฉบับเต็ม เนื่องจากข้อจำกัดของผู้วิจัยที่สามารถเข้าถึงคำพิพากษาได้แค่ฉบับย่อ
ในเว็บไซต์ของประชาชนทั่วไป ข้อมูลคำพิพากษาที่ได้มาจึงไม่ครบถ้วนสมบูรณ์นัก หากสามารถนำคำพิพากษา
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ฉบับเต็มมาพัฒนางานวิจัยต่อไปได้ ก็จะเป็นประโยชน์มาก ๆ ในแง่ที่ท้ังสามารถเพ่ิมประสิทธิภาพของโมเดลใน
การทำนายมาตราที่เกี่ยวข้องได้แม่นยำมากขึ้นจากข้อมูลฉบับเต็ม และยังรวมไปถึงคำพิพากษาฉบับเต็มนั้น
อาจมีข้อมูลที่สามารถนำไปสร้างเสริมในส่วนอื่น ๆ ของโมเดลได้อีก เช่น ใช้ทำนายผลคำพิพากษาต่อได้ 

2) โมเดลที่ใช้ควรมีความซับซ้อนขึ้น ซึ่งรวมไปถึงเรื ่องการขยายฐานข้อมูลในปัจจุบันให้มีข้อมูลที่
ครบถ้วนสมบูรณ์ เพียงพอให้โมเดลเรียนรู้ได้ดียิ่งขึ้นในทุกมาตรา 

3) ควรนำข้อเท็จจริงไปเปรียบเทียบในคำพิพากษาอ่ืนด้วย ปัจจุบันระบบค้นคืนข้อกฎหมายที่ใกล้เคียง
กันในคดีต่าง ๆ ยังดำเนินการโดยมนุษย์ จึงจะเป็นประโยชน์มากหากพิจารณารวบรวมกข้อฎหมายที่ใกล้เคยีง
กันในคดีต่าง ๆ ไว้โดยให้เทคโนโลยีเข้ามามีส่วนช่วย 
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